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ÖZET 
 
 

İnsan hareketlerinin analizi bilgisayarla görme alanının önemli problemlerinden 

biridir. Bu problem, hareketlerin bilgisayar tarafından analiz edilmesi olarak 

tanımlanabilir. Hareketlerin tanınması, fizik tedavi, güvenlik, eğlence ve biyometri 

gibi pek çok alana katkı sağlayacaktır. Literatür çalışmaları, günlük (yeme, içme, 

oturma vb.) ya da spor (koşma, dalma, bisiklet sürme vb.) hareketlerin tanınması, 

hasta hareketlerinin analizi, biyometrik hareket verileri ile kişi tanıma veya gözetim 

amaçlı şüpheli hareket tespiti için yöntemler sunmaktadır.  

İnsan hareketi verileri 2B veya 3B görüntülerden elde edilmektedir. 3B veriler, 

2B verilere ek olarak görüntüdeki piksellerin derinlik bilgilerini de içermektedir. 3B 

hareket görüntüleri üzerinde bulunan iskelet eklem koordinatları, hareketleri daha 

verimli ve daha doğru ifade etmektedir. 

Bu tez kapsamında, 3B iskelet görüntüleri kullanılarak insan hareketlerinin 

analizi için iki ayrı yöntem önerilmiştir. Bu yöntemlerden ilki, hareketler için 

gösterim tabanlı bir çözüm sunmaktadır. Geometrik eklem çantası olarak 

adlandırdığımız yöntem, 3B iskelet görüntülerinin zamansal ve geometrik 

özniteliklerini çıkartıp, SoftMax yöntemi ile sınıflandırmaktadır.  

Önerdiğimiz ikinci yöntem ise, derin ağ tabanlıdır. Tasarladığımız İkiz LSTM-

DML ağı, eylemlerin birbiri ile olan ilişkisini öğrenerek hareketleri tanımaktadır. Ağ 

iki farklı hareketi girdi olarak almaktadır. Her bir hareketin ağdaki LSTM alt ağları 

sayesinde zamansal öznitelikleri çıkarılmaktadır. Çift yönlü olarak parametre 

paylaşımı ile eğitilen ağ, hareketlerin derin metriklerini öğrenmektedir. Böylece 

baştan sona çalışan ağ, derin metrikleri kullanarak hareketleri 

sınıflandırabilmektedir. Sınıflandırma dışında hareketlerin benzerliklerini çıkarabilen 

yöntem diğer çalışmalara kıyasla daha genelleştirilebilirdir. 

Bu tez için iç mekânda spor ve gündelik hareketlerden oluşan GTU Action 3D  

veri kümesi oluşturulmuştur. Yöntemlerimiz kendi veri kümemize ek olarak Florence 

Action 3D, Microsoft, NTU RGB+D veri kümeleri üzerinde test edilmiş ve literatür 

çalışmaları ile karşılaştırılmıştır.  

 

Anahtar Kelimeler: Hareket Tanıma, Öznitelik Çıkarımı, İkiz Ağlar, Yapay 

Sinir Ağları, Derin Metrik Öğrenme  
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SUMMARY 
 
 

Human action recognition, one of the crucial problems of the computer vision, is 

analyzing human actions via computers. Action recognition affects many research 

areas such as physiotherapy, surveillance, multimedia, biometrics and so on. Related 

works mainly focus on the patients' actions analysis, person recognition, surveillance 

for suspicious movements detection and daily activities (such as eating, drinking, 

sitting, etc.) and sports actions (such as running, diving, cycling, etc.) recognition. 

Human action data is acquired from 2D and 3D images. In addition to 2D 

images, 3D images contain the depth information for each pixel. Skeleton joint 

coordinates on 3D images provides a more efficient and more reliable way to 

represent human actions. 

In this work, we present two different methods for analyzing human actions on 

3D skeleton images. The first method is a representation-based solution for human 

action recognition problem. This method, called the geometric bag of joints based 

human action recognition, utilizes the spatial-temporal behavior of 3D skeleton 

frames and uses SoftMax regression method to classify human actions.  

The other method is a deep neural network-based method. For this method, we 

designed a Siamese LSTM-DML network which learns the relationship between 

actions and recognizes human actions using this relationship information. For each 

action, sub-LSTM networks extract the temporal features of human actions. Using 

these features, the network is trained with two-way parameter sharing and learns the 

deep metrics of actions.  Therefore, the end-to-end trainable network can classify 

human actions. Unlike the other method, this method is more generalizable and can 

learn the relationship between human actions. 

As a part of this study, we created a GTU Action 3D dataset that contains daily 

indoor activities and indoor sports actions. Our methods are tested against Florence 

Action 3D, MSR Action3D, NTU RGB+D datasets as well as our own dataset. Also, 

we compared our methods to related works. 

 

 

Key Words: Action Recognition, Feature Extraction, Siamese Networks, Neural 

Networks, Deep Metric Learning 
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1. GİRİŞ 
 

İnsan hareketlerinin analizi çalışmaları, son 20 yılda kameraların hayatımızdaki 

rolünün artışına paralel olarak önem kazanmıştır. Hareketlerimizin bilgisayarlar 

tarafından tanınmasını sağlayan uygulamalar, sosyal yaşantımızı önemli oranda [1] 

etkilemektedir. Örneğin, sağlık alanında, fiziksel hastalıkları ve duruş bozuklularını 

düzeltmek için hastalara iyileştirici tedaviler bu alandaki çalışmalar [2], [3] ile 

sağlanmaktadır. Otonom robot ve araçlarda çevredeki insan hareketlerini tanıyan 

çalışmalar, [4]–[6] robotların ve araçların karar mekanizmalarını etkilemektedir. 

Sokakta, bankada veya toplu ortamlarda uygunsuz ve yasal olmayan hareket 

tespitinde [7], film, dizi veya video üzerinde hareket tabanlı özet çıkarmada [8], [9] 

yine insan hareketlerinin tanınması önemli bir rol oynamaktadır. Hareketlerimiz aynı 

zamanda biyometrik olduğu için biyometri alanında da hareket tanıma [10], [11] 

çalışılabilmektedir. Hareket tanıma konusunda yapılmış literatür çalışmalarından 

Bölüm 2’de daha detaylı bahsedilecektir. Bu konu aynı zamanda poz hesaplama, yüz 

tanıma ve duygu analizi gibi alt konulara da ayrılabilmektedir. 

Tüm bu çalışmalar 2B ve 3B veriler üzerinde gerçekleştirilmektedir. 

Şekil 1.1’de bu verileri toplayan cihazlar gösterilmiştir. 2B veriler kameralardan 

alınan görüntüler veya görüntü dizileridir. Bunlar kişisel kameralar, cep telefonları 

veya özel amaçlar için üretilen kameralar olabilir. Ayrıca bazı özel kameralar hem 

2B hem 3B görüntü verebilmektedir. Örneğin film çekimlerinde kullanılan bazı 

kameralar, 2B görüntülerin yanında stereo özelliği ile 3B geri çatımda 

yapabilmektedir [12].  

3B veriler ise genellikle derinlik kameraları ile sağlanmaktadır. Derinlik 

kameralarının maliyeti hızla gelişen teknolojilerle birlikte düşmektedir. 3B derinlik 

kameraları KYMD, birbirine dik 3 farklı eksende değerlere sahip görüntüler 

sunmaktadır.  Derinlik kameralarının yanı sıra, giyilebilir sensörler ve cep telefonu 

sensörleri ile de 3B hareket verileri toplanabilmektedir.  
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Şekil 1.1: Hareket verilerinin çeşitleri ve verilerin toplandığı cihazlar. 
 

Bu tez çalışmasında, 3B veriler kullanılarak hareket analizi ve tanıma 

yapılmıştır. Hareket analizi için başarılı hareket gösterimleri oluşturma ve hareket 

metriklerini bulma tabanlı çalışmalar önerilmiştir.  

Tez kapsamında Microsof Kinect 2 cihazı ile 508 hareketten oluşan GTU Action 

3D iskelet veri kümesi toplanmıştır.  10 farklı kişiden oluşan veri kümesi, evde 

gerçekleştirilebilecek günlük spor hareketlerini barındırmaktadır. GTU Action 3D 

veri kümesine ek olarak literatürde kullanılan farklı veri kümeleri de tekniklerimizin 

test edilmesinde kullanılmıştır.  Tez dahilindeki tüm çalışmalar, iskelet eklem 

koordinat verileri kullanılarak yapılmıştır. İskelet eklem koordinatları derinlik 

sensörleri tarafından gerçek zamanlı olarak elde edilebilmektedir [13]. Kullanılan 

veri kümeleri ve iskelet verileri ile ilgili detaylı bilgiler Bölüm 3’te verilecektir. 

Bölüm 4’te Geometrik Eklem Çantası yönteminden bahsedilmektedir. Bu 

çalışmada, iskelet görüntülerine ait gösterim oluşturma amacıyla çeşitli geometrik 

öznitelikler denenmiş ve bulunmuştur. Geometrik öznitelikler, iskelet yapısına ait 

uzamsal bilgiler ve vücut bölgelerindeki ilişkisel bilgileri içermektedir. 

Hareketlerden çıkarılan öznitelikler zaman dilimlerine göre parçalanmış ve kelime 

çantası yöntemi için kelimeler haline getirilmiştir. Kelimelerin histogram vektörleri 

hesaplanıp sınıflandırılmıştır. Tezin bu çalışması gösterim tabanlı çalışmalardan [14] 

‘ü ve [15]’i baz alarak gerçekleştirilmiştir.  

Bölüm 5’te Derin ağ yapılarından olan Oto kodlayıcılar kullanılarak hareket 

gösterimleri oluşturulmaya çalışılmıştır. Bölüm 6’da temel derin ağları sınıflandırıcı 

olarak kullanarak hareketler sınıflandırılmış ve ağlar sonuçlara bakılarak 

karşılaştırılmıştır. Karşılaştırılma sonuçları sonraki çalışmaları etkilemiştir. 
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Bölüm 7’de hareketlerin analizi ve sınıflandırması için oluşturduğumuz İkiz 

LSTM ağları anlatılmıştır. Derin metrik öğrenme tabanlı çalışmanın [16] amacı 

hareketler arasındaki metrikleri otomatik olarak öğrenen özgün bir model 

oluşturmaktır. Tasarlanan model İkiz LSTM-DML, verilen iki hareket girdisi 

arasındaki ilişkiye ait derin metrikleri çıkarmaktadır. Hareketler ikiz ağda karşılıklı 

kıyaslanırken model eğitilmektedir. Hareketlerin zamansal ve uzamsal özniteliklerini 

modelin iç yapısı otomatik olarak çıkarmaktadır. Model, sadece hareket tanıma için 

değil farklı görüntü dizilerinde değişik amaçlar için de kullanılabilecektir.  

Son bölümde paylaşılan çalışmaların sonuçlarında görülmüştür ki paylaşımlı 

ağlar sadece doğrulama problemleri için değil sınıflandırma problemleri için de 

başarılı bir şekilde çalışabilmektedir. Yapının derin metrikleri veriye uygun bir ağ ile 

başarılı bir şekilde çıkarılırsa bu metrikler sonrasında farklı uygulamalar içinde 

kullanılabilmektedir. Tezin sonrasında yapılabilecek çalışmalar; bu modelin uçtan 

uca sınıflandırıcı olarak çalışan yapısının iyileştirilmesi, farklı veri kümelerinin bir 

arada kullanılması ve öğrenilmemiş bir hareketin sınıflandırılmaya çalışılması 

şeklinde sıralanabilir.  
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2. LİTERATÜR ÇALIŞMALARI  
 

İnsana ait hareketlerin tanınması son 20 yıldır aktif olarak çalışılan bilgisayarla 

görme konularından biridir. Hareket tanıma problemi, 2B ve 3B veriler üzerinde 

nesne tanıma, insan-makina etkileşimi, video izleme, alan adaptasyonu ve semantik 

bölümleme gibi birçok tamamlayıcı araştırma alanındaki gelişmelere bağlıdır [17]. 

Bu gelişmeleri hızla takip edip ortaya bu konuda yeni bakış açıları sunan ve başarılı 

yöntemler geliştiren pek çok çalışma mevcuttur. Bu çalışmalar sağlık, güvenlik, 

eğitim, eğlence ve robotik gibi önemli birçok alana katkı sağlamaktadır [18], [19]. 

Eylem tanıma çalışmaları, benzer hareketler arasındaki farkları bulup, farklı 

yerde ve sürede gerçekleştirilen aynı hareketleri tespit edebilmektedir. Farklı boyda 

ve kiloda insanlar tarafından gerçekleştirilen günlük, sportif, artistik veya etkileşimli 

hareketler yüksek doğrulukla sınıflandırılabilmektedir [20], [21].  

Bu bölümde, 2B ve 3B verileri kullanarak hareket tanıma yapan çalışmalardan 

bahsedilecektir. Literatürde hareket tanıma ile ilgili oldukça fazla sayıda çalışma 

mevcuttur. Bu çalışmaları, açık bir şekilde anlatmak için kullanılan verilerin yapısına 

ve sunulan yöntemlere göre gruplandırdık.  

Şekil 2.1’de hareket tanıma problemi için yapılmış çalışmalar  gruplanmıştır. 

Çalışmalar önce kullandıkları verilerin boyutuna göre 2B ve 3B  olarak ayrılmıştır. 

3B verilerle yapılan çalışmalar derinlik haritaları ve iskelet verilerini kullanmalarına 

göre bir alt gruba ayrılmıştır. Sonrasında çalışmalar, kullanılan tekniklere göre 

gruplanmış, gösterim tabanlı ve derin ağ tabanlı yöntemler ayrı başlıklarda 

incelenmiştir. Gösterim tabanlı ve derin ağ tabanlı yöntemleri sunan çalışmalar aynı 

verileri kullanmış olmalarına rağmen birbirlerinden oldukça farklı yaklaşımlar 

sergilemektedirler.  

Bu tez kapsamında, 3B iskelet verileri kullanılarak hem gösterim tabanlı hem de 

derin ağ tabanlı yöntemler sunulmuştur. 

 

 



 

5 

 
 

Şekil 2.1: Hareket tanıma konusunda yapılmış literatür çalışmalarının  veri 
yapısına ve yöntemine göre gruplanması. 

 
2.1. 2B Veriler Kullanılarak Yapılan Çalışmalar 

 

2B görüntüler, maliyetleri oldukça düşük kameralar tarafından çok amaçlı 

toplanmaktadır. Bu görüntüler üzerinde yapılan hareket tanıma çalışmaları her geçen 

gün büyük bir ilerleme göstermektedir [22]. Günümüzde, hemen hemen tüm günlük 

faaliyetler için milyonlarca videodan öğrenen gerçek zamanlı [23] çözümler 

mevcuttur. Ayrıca var olan Youtube videoları, Hollywood filmleri gibi farklı 

kaynaklar üzerinden seçilen hareketler orijinal tekniklerle [1] tanınabilmektedir. 

Trafik ve güvenlik kameraları gibi farklı amaçlar için kurulan sistemler, toplumdaki 

rahatsız edici davranışları otomatik olarak bulmak için bu çalışmalarda 

kullanılmaktadır [24].  

Şekil 2.2’de bahsedilen çalışmalar yöntemlerine göre ayrılmıştır. İlk çalışmalar 

hareketin karakteristik özelliklerini çıkararak başarılı temsiller üretmeyi 

amaçlamıştır. Bu temsillerin başarısı sınıflandırma başarılarını da artırmaktadır. Son 

beş yılda derin ağ yapılarının büyük gelişmeleri ile çalışmalar, bu ağların 

dinamiklerinde iyileştirme yaparak kendi kendine temsiller çıkarıp sınıflandıran 

çözümler sunmaya doğru kaymıştır. 

 

2.1.1. 2B Temsil Tabanlı Çalışmalar 
 

İnsan hareketini anlamak için öncelikle bir hareketin dinamiğini anlamak gerekir 

[25]. Hareketi ortaya çıkaran vücut yapısı, eklemlerin birlikte ve ayrı ayrı hareketleri, 

dinamiklerin sadece bir kısmıdır. Bu dinamiklerin başarılı bir şekilde temsil edilmesi 

ise, bu hareketin bilgisayar tarafından anlaşılmasını sağlamaktadır. Dinamiklerin ayrı 

ayrı ya da tümüyle ele alınmasına göre çalışmalar [17]’ de sınıflandırılmıştır. 

Bütünsel temsiller, insan vücudunun yapısını, şeklini ve hareketlerinin temsilini 
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bütüncül bir şekilde çıkarılmasına dayanmaktadır. Lokal temsiller, bölgesel 

özniteliklerin çıkarılmasına dayanmaktadır. 

Hareketin bütününü ele alan yöntemlerin birini eylemlerin diferansiyel 

özelliklerini çıkararak [26] yapmıştır. Uzay-Zaman Hacmi (STV) diye adlandırdığı 

sistem, nesne konturlarını zaman ekseni boyunca istifleyerek oluşturmaktadır.  

[27] yaptığı çalışmada ise yer ve zamana bağlı MEI şablonları hesaplanır, bu 

şablonların oluşturduğu siluetler esasında bir 3B hareket şeklidir. Burada hareketleri 

sınıflandırmak için, oluşan 3B yüzeyin içindeki her sınır noktasının 2B haritası 

oluşturulmaktadır. Hareketlerin 3B hacimlerinin bulunması, farklı açılardan elde 

edilen görüntüler üzerinde yöntemin çalışmasını sağlamaktadır.  

Bütünsel temsil araştırmaları, hareket tanımada, eylemlerin mekânsal ve 

zamansal yapısını korumaya daha fazla olanak sağlamaktaydı. Ancak son yıllarda 

araştırmalar daha çok lokal temsillere ve derin ağlar tabanlı tekniklere kaymıştır [28], 

[29]. Hareketlerin daha detaylı ve küçük parçalar halinde incelenmesinin, 

dinamiklerin çıkarılmasına daha faydalı olacağı doğrultusundaki yaklaşımlar öne 

sürülmüştür [30], [31].  

 

 
Şekil 2.2: 2B veriler kullanılarak yapılan çalışmaların gruplanması. 

 
Lokal temsiller vücudun bölümlerine, hareketin zaman dilimi içindeki 

parçalarına göre çıkarılabilmektedir. İki yönlü dikey değişikliklerin bulunması için 

Harris Köşe detektörlerini kullanan çalışmalar, [32] [33] hareketlerin köşelerdeki 

değişimlerini yakalamayı amaçlamıştır. Görüntülerden farklı olarak, hareket 

videoları daha kontrolsüz ortamlarda elde edilmektedir. Bu nedenle, önemli 
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öznitelikleri kaybetmemek için videoların işlenmesine özen gösterilmelidir. Örneğin, 

titreyen bir kamera, bir dizi alakasız noktaya odaklayabilir ve bunları kaydedebilir. 

Bu sorunu çözmek için [34], istatistiksel bir yöntem geliştirerek alakasız verileri 

budayan bir sistem önermiştir. Ayrıca, hareketin gerçekleştiği piksellere komşu 

pikseller, hareketin tanıma için işe yarar bilgiler barındırmaktadır. Bu nedenle o 

noktalardaki mekânsal ve zamansal verilerde çalışmada kullanılmıştır.  

Hareketi en iyi ifade eden lokal temsiller, hareketin optik akışına bakarak [8], 

hiyerarşik olarak eylemleri bölerek [35] vb. tekniklerle bulunmuştur. Çalışmaların 

pek çoğunda 2B görüntülerin 3B yapılar haline getirildiği dikkat çekmektedir [27]. 

3B yapısı, hareketin derinlik bilgilerinden faydalanmasına olanak sağlamaktadır. Bu 

da farklı açılarda oluşan ve kameraya doğru olan hareketlerin tespitini 

kolaylaştırmaktadır.  

Bu çalışmalar devam ederken bu temsilleri otomatik olarak gerçekleştiren derin 

ağ tabanlı sistemler ortaya çıkmış, nesne tanıma, nesne takip etme gibi alanlarda 

başarılı sonuçlar elde edilmiştir [36]. Derin ağlar sayesinde, bir hareketin 

gerçekleştiği önemli anları ve önemli bölgelerin yerlerini yakalayan sistemler hareket 

verilerini birçok katmanda değerlendirebilmektedir. 

 

2.1.2. Derin Ağ Tabanlı Çalışmalar 
 

Derin ağ tabanlı çalışmalar kullanılan ağların yapısına göre 4’e ayrılmıştır. Ağın 

yapısal özelliklerine göre; Zamansal ve Mekânsal Ağlar, Çok Kanallı Ağlar, Üretken 

Ağlar ve Paylaşımlı Ağlar. Ağların türü, çalışmanın tüm yaklaşımına etki etmektedir. 

Tüm yöntemler; adı, kullanılan ağ mimarisi ve yılı ile Tablo 2.1’de gösterilmiştir.  

Zamansal ve mekânsal ağlar [37]–[39], mekânsal bilgileri etkili bir şekilde 

çıkaran CNN’leri veya zamansal bilgiyi içerisinde tutarak öğrenen RNN’leri 

içermektedir. CNN’ler derin öznitelikleri başarılı bir şekilde çıkarabilirken, ilk 

katmanları düşük seviyeli özellikleri verebilmektedir. RNN’ler her bir zaman 

dilimindeki nöronların sağladığı bilgileri bir sonraki zaman dilimine aktararak 

hareket videolarının zamansal olarak anlaşılmasına olanak sağlar. 

Çok kanallı ağlar [40] ise bu modelleri farklı aşamalarda kullanarak daha geniş 

bir yapı sunmaktadır. Bu yapılar şu amaçlarla kullanılmıştır. 

 

• Ön eğitim yaparak, sınıflandırma başarısını artırmak,  
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• Birden fazla özniteliği ayrı ayrı öğrenip, hepsini birleştirmek,  

• Hareketi ve dışındaki başka bir öğeyi de anlamlandırabilmek  

 

Üretken ağlar [41], [42] denetimsiz öğrenme yapabilmek ve veri dengesini 

sağlamak için, paylaşımlı ağlar [43] ise hareketler arasındaki ilişkileri ve 

benzerlikleri bulabilmek için kullanılmıştır.  

 

Tablo 2.1: 2B verilerle yapılan derin ağ tabanlı çalışmalar. 
 

Çalışmanın Adı Kullanılan 
Modeller Yılı Model 

Tipi 

Sequential Deep Learning for Human Action 
Recognition [38] CNN ve LSTM 2011 

Uzamsal-
Zamansal 

Ağlar 
 

Convolutional Neural Networks for Human 
Action Recognition  [39] CNN 2013 

Long-Term Recurrent Convolutional 
Networks for Visual Recognition And 
Description [37] 

LRCN: CNN ve 
LSTM 2016 

Two-Stream Convolutional Networks for 
Action Recognition In Videos [40] Çoklu CNN 2014 

Çok 
Kanallı 
Ağlar 

Unsupervised Learning Of Video 
Representations Using Lstms [42] 

LSTM 
KODLAYICI 2015 

Üretken 
Ağlar Deep Multi-Scale Video Prediction Beyond  

[41] 
OTO- 

KODLAYICI 2015 

Extreme Low-Resolution Activity 
Recognition with Multi-Siamese Embedding 
Learning [43] 

İkiz CNN 2017 Paylaşımlı 
Ağlar 

 

Paylaşımlı ağlar her bir öğrenme adımında girdileri farklı olan ağların 

parametrelerini paylaşmasından ötürü bu isme sahiptir. İçerisinde kullanılan ağın 

öğrenme kapasitesine bağlı olarak hareket görüntüleri arasındaki benzerliği 

öğrenmeye çalışmaktadırlar.  

Derin ağların çıkışından itibaren hızla gelişmesi ve umut verici sonuçların elde 

edilmesi hareket tanıma çalışmalarının yönünü değiştirmiştir. Büyük boyutta veriye 

ihtiyaç duyan derin ağlar, 2B ve 3B görsel  hareket verileri için ideal yöntemler 
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sunmaktadır. Hareket tanımanın yanında, obje tanıma, poz hesaplama gibi birçok 

önemli problem bu ağlarda beraber çözülebilmektedir.  

 

2.2. 3B Veriler Kullanılarak Yapılan Çalışmalar 
 

Derinlik kameraları, 2009 yılından itibaren yaygınlaşmaya başlayan, üzerinde 

oldukça yoğun çalışılan bir teknolojidir. Azalan maliyetleri sayesinde hareket tanıma 

çalışmaları hızla 3B veriler üzerine kaymıştır. Ayrıca artık birçok sisteme çift kamera 

konularak stereo 3B görüntü elde edilebilmektedir.  

RGB+D kameralar görüntü üzerindeki her pikselin kameraya olan uzaklık 

değerini de vermektedir. Bu şekilde derinlik değerlerinden oluşan görüntülere 

derinlik haritası denmektedir. 

3B insan vücut yapısı, eylemlerin derinlik bilgisiyle daha iyi ifade edilmesine 

sebep olmaktadır. Ayrıca derinlik kameralarından, 3B eklem koordinatları, gerçek 

zamanlı olarak elde edilmektedir.   

Çalışmalar, Şekil 2.3 teki gibi RGB+D kameralardan elde edilen verilerin 

derinlik-haritası veya iskelet eklem verileri olmalarına göre ikiye ayrılabilir. İki tür 

veriyi kullanarak yapılan çalışmalar 1. kısımda ele alınacaktır. 

 

2.2.1. 3B Derinlik Haritaları Tabanlı Çalışmalar 
 

2.2.1.1. Gösterim Tabanlı Çalışmalar 
 

2B Gösterim tabanlı çalışmalar gibi derinlik verilerini kullanarak hareketlerin 

özniteliklerini çıkarmayı amaçlayan çalışmalar yapılmıştır. Bu çalışmalardan biri ile 

[44] oluşturulmuş veri kümelerinin başında gelen MSR Action3D veri kümesi, 

derinlik kamerası olarak kullanılan Kinect 1’den alınan görüntülerle oluşturulmuştur. 

Bu görüntüler arasından hareket verilerinin çıkarılması için basit bir projeksiyon 

tabanlı seçme yöntemi kullanılmıştır. 3 boyutlu düzlemlerin hepsi için insanın 

noktasal kontörleri tespit edilmiştir. Bu kontörlerin üzerinden seçilen 3B noktalar, 

çizge ile ifade edilip, NERF C-Means tekniğiyle öğrenilmiştir. Bu veriler üzerinde 

yapılan ilk çalışma olması bakımından önemlidir. 

 



 

10 

 
Şekil 2.3: 3B veriler kullanılarak yapılan çalışmaların gruplanması. 

 

Hareketleri ifade etmek için sadece insan üzerindeki 3B nokta kümelerini değil, 

eklemelere yakın 3B noktasal alanları da kullanan [45] çalışması yapılmıştır. Bu 

çalışma, hareketlerle ilişki çevresel verileri çıkarak, nesnesel  farklılıkta oluşan 

hareketleri de (örneğin su içmekle, pizza yemek gibi) tanıyabilmektedir. Buna ek 

olarak hareketi ifade ederken tüm eklem noktalarını kullanmak yerine, yer 

değişiminin büyük olduğu bölgelerdeki veriler bulunup, kullanılmıştır. Hareketler 

yine çizgeyle ifade edilip, çoklu çekirdek tekniğiyle sınıflandırılmıştır.  

Derinlik haritası tabanlı çalışmalar [46]–[48], hareketi en açık şekilde ifade eden 

verileri çıkarıp, farklı gruplama teknikleri kullanarak devam etmiştir. [48] çalışması 

hareketlerin tanınması için derinlik haritalarının dik düzlemleri üzerinde çalışmayı 

önermiştir. Bir hareket için her düzlemin değişimini ayrı ayrı ele alarak 3B hareket 

haritaları oluşturulmuştur. Bu haritaların HOG bilgileri çıkarılıp, doğrusalƒ DVM ile 

öğrenilmiştir. Bunların dışında histogram odaklı çalışmalar [46], [47] devam etmiş, 

derinlik verilerinden hareketlere özgü nitelikler çıkartılmış ve popüler veri kümeleri 

üzerinde üstün başarılar [49] elde edilmiştir.  

Derinlik haritaları kullanılarak çalışma zamanı performansı öncelikli 

çalışmalarda [50], [51] yapılmış, diğer tekniklerin performansları ile kıyaslanmıştır. 

Gerçek zamanlı sistem [51], hareketlerin dominant görüntülerini 3 boyutlu düzleme 

yansıtıp, hareketin başından sonuna kadar ele alarak ilerlemiştir.  
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2.2.1.2. Derin Ağ Tabanlı Çalışmalar 
 

Bölüm 2.1.1’de  yapıldığı gibi bu çalışmalar da 4 başlık altında incelenmiştir. 

Çalışmalar Tablo 2.2’de özetlenmiştir. Hareketlerin özniteliklerini çıkarırken ve 

sınıflarını bulurken bütüncül bir sistem sunan derin ağlar, 2B görüntü ve videolarda 

kullanıldığı gibi 3B derinlik haritalarında sıkça kullanılmaktadır. 

Zamansal ve mekânsal ağ filtreleri hareketin aktivasyon bölgelerini bulmayı 

amaçlar. Bu aktivasyon RGB+D değerlerin değişimi veya görüntülerdeki geometrik 

açıların değişimi gibi çok farklı öznitelik tipinden [52] oluşabilir.  

Derinlik haritalarının birçok gereksiz bilgiyi içermesi çalışmalarda bir ön temsil 

çıkarma ihtiyacını doğurmaktadır.  Hareketi hiçbir ön işleme tabi tutmadan girdi 

olarak kullanan ağ yapıları olduğu gibi, farklı bir uzayda temsiller oluşturup bu 

temsilleri kullanan çalışmalar da yapılmıştır. Örneğin çalışma  [53] SFAM adı 

verilen 6 adet el ile oluşturulan öznitelik CNN ağına verilip sınıflandırılmıştır. Ağın 

neleri öğrenmesi amaçlanırsa; 

 

• Ya girdi olarak o öznitelikler verilmelidir. 

•  Ya da öğrenmesi amaçlanan bilgiler doğrultusunda ağın yapısı kurgulanmalı, 

hata fonksiyonu belirlenmelidir. 

 

Çok kanallı ağ [54] yapıları derinlik görüntü dizilerinin üzerinde zaman ve yer 

bilgilerini ayrı ayrı çıkarmak için kullanılabilirler. Hem RGB+D videoları hem de 

iskelet verisi gibi 2 farklı veri tipini kullanmak için de bu ağlar [55], [56] idealdir. 

İskelet verisi derinlik haritalarında ağın nereye odaklanması gerektiği hakkında ağa 

ipucu verirken, derinlik haritaları çevresel detayları sunmaktadır. 

Üretken ağlar, [57] denetimsiz öğrenme yapmak veya bir başka modelin daha iyi 

öğrenmesi için veri miktarını artırmak için kullanılabilir. 

Bu veriler ile paylaşımlı ağlar üzerinde yapılmış bir çalışmaya rastlanamamıştır. 

Bu açıdan Bölüm 7’de sunduğumuz çalışma özgün bir yapıya sahiptir. 

 

2.2.2. İskelet Tabanlı Çalışmalar 
 
Derinlik kameralarından elde edilen iskelet görüntüleri eklem pozisyon 

bilgilerinden ibarettir. Bu pozisyon bilgisinin pek çok avantajı vardır. Bunlar;  
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• Az miktardaki veri sayesinde yöntemin çalışma zamanını iyileştirir. 

• Tam olarak insanın üzerinde bulunan 3B eklem bilgisini sunduğu için gereksiz 

çevresel bilgileri içermez.  

• Önişlem gereksinimi derinlik görüntülerine göre daha azdır. 

 

İskelet görüntülerindeki eklem sayıları cihaza ve yazılıma bağlı olmak üzere 

değişmektedir. Ancak çalışmalarda çoğunlukla cihaz olarak Microsoft Kinect 

kullanılmıştır. Bu da cihazın hata oranının çalışma üzerine olan etkisini ortadan 

kaldırmaktadır. İskelet verileri, 2B ve 3B görüntü verilerinin eksik yanlarını büyük 

oranda gidermektedir. Avantajlarının çok olması nedeniyle iskelet verilerini kullanan 

çalışmaların miktarı fazladır. Bu kısımda, yukarıda belirttiğimiz şekilde çalışmaları 

gruplandırıp detaylı şekilde anlatacağız. 

3B iskelet görüntülerinden öznitelik çıkararak sınıflandırma yapan çalışmalar 

hareketin detaylı temsillerini oluşturmayı amaçlamıştır ve eklemlerin pozisyonlarını 

kullanmışlardır. İskelet pozisyonlarını çizge ile ifade eden çalışma [58] ve ağaç ile 

ifade eden çalışma  [59] bunlara birer örnektir. Hareketin en iyi temsillerini 

oluşturmaya çalışan araştırmalar [60], sınıflandırma başarısının temsil başarısına 

büyük etkisinin olduğunu göstermeyi amaçlamıştır. Bu sebeple derin ağ yapılarını 

kullanırken bile verilerin geometrik temsillerini [14] çıkarmışlardır. 

 

Tablo 2.2: 3B derinlik haritaları ile yapılan derin ağ tabanlı çalışmalar. 
 

Çalışmanın Adı Kullanılan 
Yöntem Yılı Model Tipi 

Learning Discriminative Representations 
From RGB-D Video Data [52] DBN 2013 Uzamsal-

Zamansal 
Ağlar 

 
Scene Flow To Action Map: A New 
Representation For RGB-D Based Action 
Recognition With Convolutional Neural 
Networks [53] 

SFAM’s CNN 2017 

Human Action Recognition İn Rgb-D 
Videos Using Motion Sequence 
İnformation And Deep Learning 
[54] 

CNN T-Sen 
Visualization 

2B ve 3B Görüntü 
Birlikte 

2017 
Çok Kanallı 

Ağlar 
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Learning Action Recognition Model 
From Depth And Skeleton Videos 
[56] 

CNN 
İskelet Ve RGBD 2017 

Multimodal Multipart Learning For 
Action Recognition İn Depth Videos [55] LSTM 2016 

Unsupervised Learning Of Long-Term 
Motion Dynamics For Videos [57] 

LSTM Kodlayıcı 
Decoder 

Codebook 
2017 Üretken 

Ağlar 

 

Derin ağ tabanlı çalışmalar ise Tablo 2.3’de adı ve açıklaması ile verilmiştir. 

Tabloya çalışmaların en çok kullanılan veri kümesi üzerindeki çapraz denek başarım 

değerleri de eklenmiştir. Bu çalışmaların yoğun bir şekilde sürdürülme nedenlerinin 

bir diğeri de oluşturulan orijinal mekanizmaların sadece hareket verileri ile sınırlı 

kalmayıp başka veriler üzerinde genelleştirilebilir olabilmesidir.  

Bu tez kapsamında iskelet verileri ile hareket tanıma için bir derin ağ modeli 

[16] önerilmiştir. Bu ağ hareketler arasındaki metrikleri öğrenmektedir. İki hareket 

arasındaki benzerlik metrikleri, zaman ve uzam farkları göz önünde bulundurularak 

çıkarılmaktadır. Derin benzerlik metriklerin bir çok avantajı vardır. Hareket tanıma 

problemi dışında benzerlik bulma, bilinmeyen hareketleri çıkarma gibi pek çok 

uygulama alanı oluşturulabilmektedir. Metrikleri çıkarabilen modülün yanında, 

tanıma yapan bir sınıflandırma modülü de çalışmada sunulmuştur. Bu iki modülü 

beraber eğiten Uçtan Uca İkiz LSTM Ağı ise tezin ana çalışması olarak Bölüm 7’de 

anlatılacaktır. 

Bunlara ek olarak oluşturduğumuz model farklı problemler için de uygundur. 

Yapının başarısı sadece hareket verileri üzerinde değil içindeki alt ağların 

kullanılabildiği tüm veri türlerinde elde edilebilmektedir.  

Önerdiğimiz yapı bu alanda bulunan paylaşımlı ağlara da yegâne örnektir. 

Tablodan görülebileceği üzere bu alanda zamansal ve mekânsal çok akışlı veya tek 

akışlı pek çok yöntem önerilmiştir. Bu yöntemlerin başarısı, test edilen verilerin 

yapısal özelliklerine sıkı sıkıya bağlıdır. Bizim yöntemimiz ise bu çalışmalara göre 

daha genelleştirilebilir ve daha uygulanabilirdir.Bu bölümde hareket tanıma ile ilgi 

yapılan çalışmalara değinilmiştir. Bu alanda yapılan araştırma miktarı oldukça fazla 

olduğu için bu bölümde sadece son beş yıla ağırlık verilmiştir. Bir sonraki kısımda 

tez kapsamında kullanılan veriler, hareket görüntüleri ve detaylarına yer verilecektir. 
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Tablo 2.3: 3B İskelet verileri ile yapılan derin ağ tabanlı çalışmalar. 
 

Çalışmanın Adı Kullanılan Yöntem 
NTU RGB+D 

Başarı 
CS – CV 

Yılı Model Tipi 

Skepxels: Spatio-temporal Image Representation of 
Human Skeleton Joints for Action Recognition [61] 

Hareketlerin hem hız pencereleri hem lokasyon 
pencereleri oluşturulup CNN ile sınıflandırılmıştır. 82,3 89,2 2017 

Uzamsal-
Zamansal Ağlar 

 

NTU RGB+D: A Large Scale Dataset for 3D Human 
Activity Analysis [62] 

Vücut bölümlerini ayrı girdi olarak alan LSTM yapısı 
kullanılmıştır. 62,93 70,27 2016 

On geometric features for skeleton-based action 
recognition using multilayer LSTM networks [47] 

Eklemleri nokta, doğru ve düzlem olarak ifade edip 
farkları ile LSTM ağı modellenmiştir. 70,26 82,39 2017 

Spatio-Temporal LSTM with Trust Gates for 3D Human 
Action Recognition [48] 

Eylemleri ağaç yapısı ile ifade edip hareket tanıma 
yapılmıştır. 69,2 77,7 2016 

Hierarchical Recurrent Neural Network for Skeleton 
Based Action Recognition [63] 

Hiyerarşik olarak adım adım öznitelikler RNN ağı 
tarafından bulunarak hareket tanıma yapılmıştır - - 2015 

Deep learning on lie groups for skeleton-based action 
recognition [60] 

Lie grup elementleri ile LSTM ağı eğitilmiş LieNET 
adında ağ sunulup kullanılmıştır. 69,2 77,7 2017 

Interpretable 3D Human Action Analysis with Temporal 
Convolutional Networks [64] 

Resnet ile hareketlerin zamansal özniteliklerini öğrenen 
ağ tasarlanmışdır. 74,3 83,1 2017 

Global context-aware attention LSTM networks for 3d 
action recognition� [65] 

Kompleks LSTM ağ yapısı ile ağı hem zamansal hemde 
bölgesel öğrenip sınıflandırma yapılmıştır. 74,4 82,8 2017 

Çok Kanallı 
Ağlar 

 

Two-Stream 3D Convolutional Neural Network for 
Skeleton-Based Action Recognition [66] CNN ağını iki farklı özelliği çıkarmak için eğitmiştir. 66,85 72,58 2017 

Pose-conditioned Spatio-Temporal Attention for Human 
Action Recognition [67] 

Hem derinlik görüntülerini hem iskelet pozlarını 
kullanarak çoklu bir yapı sunulmuştur. 84,8 90,6 2017 

3D Human Action Recognition with Siamese-LSTM 
Based Deep Metric Learning [16] 

İkiz ağ yapısıyla baştan sona benzerlikler öğrenerek 
sınıflandırma yapan model önerilmiştir. - - 2018 Paylaşımlı Ağlar 
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3. ÜÇ BOYUTLU HAREKET VERİLERİ 
 

RGB+D kameralarının maliyetlerinin düşmesi ile 3 boyutlu veriler üzerinde 

çalışmalar yoğunlaşmıştır. Bu kameralar sayesinde derinlik verilerinden 

faydalanılarak hareket tespiti yapılabilmektedir. Yapılan başarılı çalışmalarla birlikte 

[13] bu cihazlar insan iskeletine ait eklemlerin koordinatlarını gerçek zamanlı tespit 

edilebilmektedir. Eklem koordinat verilerinin tespiti sayesinde insanın içinde 

bulunduğu ortama ait olup, insan hareketleriyle alakası olmayan veriler 

elenebilmektedir.  Böylece kullanılan veriler küçülmekte ve meydana gelen 

performans artışıyla gerçek zamanlı sistemler oluşturulabilmektedir.   

Tablo 3.1’de son on yıl içinde toplanılan 3B veri kümeleri gösterilmektedir. Veri 

kümeleri, farklı sayıda hareketin derinlik haritalarını ve 3B iskelet eklem koordinat 

dizilerini içermektedir. Veriler büyük çoğunlukla iç mekânda gerçekleşen gündelik 

ve spor hareketlerden oluşmaktadır. Her hareket, birbirinden farklı vücut yapılarına 

sahip kişiler tarafından birçok defa gerçekleştirilmiştir. Test kümeleri, bu kişilerden 

birine ait tüm hareketlerin, diğer kişilerin hareketlerinden ayrılmasıyla 

oluşturulmuştur. Bazı veri kümeleri birden fazla cihaz kullanılarak toplanmıştır. Bu 

sayede, sunulan yöntemin farklı görüş açılarındaki performansı test edilebilmektedir.  

Kullanılan cihaz ve yazılım, öznelerin üzerinde tespit edilen eklem sayılarını 

etkilemektedir. Microsoft Kinect’in 1. Versiyonundan 20 adet 3B eklem 

alınabilirken, 2. Versiyonundan 25 adet 3B eklem alınabilmektedir.  

 
3.1. Veri Kümeleri 

 

Bu bölümde, 3 boyutlu insan hareketlerinden oluşan veri kümeleri hakkında 

genel bilgi verilecek, daha sonra kendi oluşturduğumuz ve yöntemlerimizi 

denediğimiz veri kümeleri detaylıca açıklanacaktır. 

 

3.1.1. GTU Action 3D 
 

Bu veri kümesi, tez çalışması kapsamında Kinect 2 cihazı ile toplanmıştır. 

Toplam 14 tip hareket 10 farklı kişi tarafından gerçekleştirilip kaydedilmiştir. 

Toplamda 508 adet hareket bulunmaktadır. Veri kümesi genellikle kapalı alanda 

gerçekleştirilebilecek aerobik spor hareketlerini içermektedir. Tablo 3.2’de bu 
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hareketler gösterilmiştir. Veri kümesini toplarken ki motivasyonumuz Kinect 2 

cihazının avantajlarından biri olan 25 eklem noktasını diğer az sayılı ekleme sahip 

veri kümeleriyle kıyaslamaktı.  

 

Tablo 3.1: 3B insan hareketi veri kümeleri. 
 

Veri Kümesi 
Harek

et 
Sayısı 

Harek
et 

Sınıfı 

Özne 
Sayı

sı 

Kamer
a 

Sayısı 
Cihaz İçerik Yıl 

MSR Action3D 
[44] 567 20 10 1 - RGB+D+3DJoin

ts 2010 

CAD-60 [68] 60 12 4 - Kinect 
v1 

RGB+D+3DJoin
ts 2011 

RGBD-HuDaAct 
[69] 1189 13 30 1 Kinect 

v1 RGB+D 2011 

MSRDailyActivity
3D   [45] 320 16 10 1 Kinect 

v1 
RGB+D+3DJoin

ts 2012 

Act42 [70] 6844 14 24 4 Kinect 
v1 RGB+D 2012 

CAD-120 [71] 120 10+10 4 - Kinect 
v1 

RGB+D+3DJoin
ts 2013 

MSR 3D Action 
Pairs  [47] 360 12 10 1 Kinect 

v1 
RGB+D+3DJoin

ts 2013 

Multiview 3D 
Event  [72] 3815 8 8 3 Kinect 

v1 
RGB+D+3DJoin

ts 2013 

Florence Action 
3D [15] 215 9 10 1 Kinect 

v1 3DJoints 2013 

Northwestern-
UCLA [73] 1475 10 10 3 Kinect 

v1 
RGB+D+3DJoin

ts 2014 

UWA3D 
Multiview [46] ∼900 30 10 1 Kinect 

v1 
RGB+D+3DJoin

ts 2014 

Office Activity  
[74] 1180 20 10 3 Kinect 

v1 RGB+D 2014 

UTD-MHAD [75] 861 27 8 1 
Kinect 
v1+WI

S 

RGB+D+3DJoin
ts+ID 2015 

UWA3D 
Multiview II [76] 1075 30 10 5 Kinect 

v1 
RGB+D+3DJoin

ts 2015 

GTU Action 3D  508 14 10 1 Kinect 
v2 3DJoints 2015 

NTU RGB+D [62] 56880 60 40 80 Kinect 
v2 

RGB+D+IR+3D
Joints 2016 
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Tablo 3.2: GTU Action 3D veri kümesi hareket sınıfları 
 

1 Kolları Açıp Kapamak 
2 Sağ El Sallamak 
3 Sağa Sola Bel Esnetmek 
4 Yürümek 
5 Sağ Ayak Esnetmek 
6 Sol Ayak Esnetmek 
7 Sol El Sallamak 
8 Öne Sağ Sol İlerlemek 
9 Çömelmek 

10 Sandalyede Oturup Kalkmak 
11 Oturup Alkışlamak 
12 Bel Çevirmek 
13 Sağa Sola 8 Adım Hareket Etmek 
14 Boyun Gevşetmek 

 
3.1.2. Florence Action 3D 

 

 
 

Şekil 3.1: Florence Action 3D veri kümesinden örnek görüntüler, üst kısım 
RGB, alt kısım RGB+D görüntülerini göstermektedir.  

 

Floransa Üniversitesi tarafından Kinect kullanılarak toplanmıştır. Toplam 9 tip 

hareket 10 farklı kişi tarafından gerçekleştirilip kaydedilmiştir. Toplam 215 

harekettir. Hareket sayısının az olması nedeniyle zorlayıcı bir veri kümesidir. Tablo 

3.3’de bu veri kümesine ait hareket sınıfları gösterilmiştir.  
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Tablo 3.3: Florence Action 3D veri kümesi hareket sınıfları 
 

1 El Sallamak 
2 Şişeden İçmek 
3 Telefonu Cevaplamak 
4 Alkışlamak 
5 Bağcık Bağlamak 
6 Oturmak 
7 Ayağa Kalkmak 
8 Saate Bakmak 
9 Eğilmek 
 

3.1.3. MSR Action3D 
 

 
 

Şekil 3.2: MSR Action3D veri kümesinden örnek RGB+D görüntüler. 
 

Microsoft araştırmacıları tarafından 2010 yılında Kinect 1 kullanılarak 

toplanmıştır. Üzerinde en çok çalışılan veri kümelerinin başında gelmektedir. 20 

farklı hareket sınıfı vardır. 10 farklı kişi tarafından toplam 567 hareket 

gerçekleştirilmiştir. Hareket sınıfları Tablo 3.4’deki gibidir. 

 

Tablo 3.4: Microsoft Action 3D veri kümesi hareket sınıfları. 
 
1 Yukarı Kol Sallamak 
2 Yana Kol Sallamak 
3 Çakmak 
4 El Tutmak 
5 İleri Yumruk Atmak 
6 Yükseğe Fırlatmak 
7 X Çizmek 
8 Tik Çizmek 
9 Daire Çizmek 

10 El Çırpmak 
11 İki El Sallamak 
12 Yandan Yumruk Atmak  
13 Bel Çevirmek 
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14 İleri Tekme Atmak 
15 Yana Tekme Atmak 
16 Koşmak 
17 Teniste Savurmak 
18 Teniste Servis Atmak 
19 Golf Oynamak 
20 Tutup Atmak 
 

3.1.4. NTU RGB+D 
 

 
 

 Şekil 3.3: NTU RGB+D veri kümesinden örnek iskelet, RGB, RGB+D 
görüntüleri. 

 

Nanyang Teknik üniversitesi tarafından Kinect 2 cihazıyla 2016 yılında 

toplanmıştır. Hareket sayısı, kamera sayısı ve hareket sınıfı sayısı bakımından 

toplanan en büyük veri kümesidir. 3 boyutlu derinlik görüntüleri dışında Şekil 3.3’de 

gösterildiği gibi kızılötesi görüntüler de mevcuttur.  

Denek testleri dışında, kamera görüş açısı testleri de yapılabilmektedir. Bunun 

için aynı alandan üç farklı yatay görüntü elde edilmiş, aynı anda üç kamera 

kullanılmıştır. Her bir kurulum için, üç kamera aynı yükseklikte, ancak üç farklı 

yatay açıda yerleştirilmiştir. Bu açılar sırasıyla -45 °, 0 °, + 45 °’dir. Her denekten, 

bir kez sol kameraya doğru ve bir kez de ortadaki kameraya doğru her eylemi 

gerçekleştirmesi istenmiştir. Bu şekilde, iki ön görüntü, bir sol yan görünüm, bir sağ 

yan görünüm, bir sol taraf 45 derece görünümü ve bir sağ 45 derece görünümü 

yakalanmıştır.  

60 adet hareket sınıfı vardır. Bunlar 3 ana gruba ayrılabilir, 40’ı günlük 

hareketlerden, 9’u sağlıkla ilgili hareketlerden, kalanı ise etkileşimli hareketlerden 

oluşmaktadır. Bunlar Tablo 3.5’te verildiği gibidir. 
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Tablo 3.5: NTU RGB+D veri kümesi hareket sınıfları. 
 
1 Su İçmek 
2 Yiyecek / Aperatif Yemek Yemek 
3 Diş Fırçalamak 
4 Saç Taramak 
5 Düşürmek 
6 Almak 
7 Atmak 
8 Oturmak 
9 Ayağa Kalkmak (Oturma Pozisyonundan) 
10 Alkışlamak 
11 Okumak 
12 Yazmak 
13 Kâğıt Yırtmak 
14 Ceket Giymek 
15 Ceket Çıkarmak 
16 Ayakkabı Giymek 
17 Ayakkabı Çıkarmak 
18 Gözlük Takmak 
19 Gözlüklerini Çıkarmak 
20 Şapka Takmak 
21 Şapka Çıkartmak 
22 Neşelenmek 
23 El Sallamak 
24 Bir Şeyler Tekmelemek 
25 Cebe Bir Şey Koymak / Cebinden Bir Şeyler Çıkarmak 
26 Atlamak (Tek Ayak Atlama) 
27 Zıplamak 
28 Telefon Cevaplamak 
29 Telefonla / Tabletle Oynamak 
30 Bir Klavyeyle Yazmak 
31 Parmağıyla Bir Şeyi İşaret Etmek 
32 Kendi Fotoğrafını Çekmek 
33 Saati Kontrol Etmek 
34 İki Elini Ovmak 
35 Başını Sallamak  
36 Kafa Sallamak 
37 Yüzü Silmek 
38 Selamlamak 
39 Ellerini Bir Araya Getirmek 
40 Elleri Çaprazlamak (Dur Demek) 
41 Öksürmek Hapşırmak 
42 Sendelemek 
43 Düşmek 
44 Kafaya Dokunmak (Baş Ağrısı) 
45 Göğse Dokunmak (Mide Ağrısı / Kalp Ağrısı) 
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46 Sırta Dokunmak (Sırt Ağrısı) 
47 Boyuna Dokumak (Boyun Ağrısı) 
48 Bulantı veya Kusmak  
49 Hava Yapmak / Sıcak Hissetmek (El Veya Kâğıt İle) 
50 Başkasına Vurma / Tokatlamak 
51 Başkasını Tekmelemek 
52 Başkasını İtmek 
53 Başkasının Arkasına Vurmak 
54 Diğer Kişiyi İşaret Etmek 
55 Başkasına Sarılmak 
56 Başkasına Bir Şeyler Vermek 
57 Başkasının Cebine Dokunmak 
58 El Sıkışmak 
59 Birbirine Doğru Yürümek 
60 Birbirinden Uzaklaşmak 
 

3.2. İskelet Görüntüleri Üzerinde Normalleştirme 
Yöntemleri 

 

İskelet görüntüleri vücut eklemlerine ait 3B koordinat bilgilerini içermektedir. 

Bu koordinatlar, kameranın yatay-dikey eksenindeki x, y ve kameraya olan uzaklık 

mesafesi olan z değeridir.  

Veri kümeleri, bu cihazlardan toplanan 3B eklem verilerinden ve/veya derinlik 

görüntülerinden oluşmaktadır. Aşağıdaki Şekil 3.4’te tez kapsamında kullanılan veri 

kümelerinin örnek iskelet görüntüleri verilmiştir. Görüntülerin yanında eklemlerin 

hangileri olduğu belirtilmiştir. MSR Action3D veri kümesi Kinect vs. 1 cihazı ile 

Windows üzerinde, Florence Action 3D veri kümesi yine Kinect vs 1 cihazı ile Linux 

işletim sisteminde OpenNI YGKsı ile, GTU Action 3D ve NTU RGB+D veri 

kümeleri ise Kinect vs. 2 cihazı ile Windows üzerinde toplanmıştır.  

Birbirinden farklı eklem verilerini aynı şekilde ifade edebilmek, sonraki 

çalışmalarda bu verileri birlikte kullanabilmek ve hata hesabını kolaylaştırmak için 

veriler üzerinde normalleştirme yapılmıştır. Normalleştirme yöntemleri Bölüm 

3.2.1’de anlatılmıştır. 
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Şekil 3.4 Veri kümeleri iskelet görünümleri a. MSR Action3D, b. GTU Action 3D ve 
NTU RGB+D c. Florence Action 3D. 
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3.2.1. Normalleştirme Yöntemleri 
 

3.2.1.1.İskelet Görüntü Normalleştirmesi 
 

Tüm veri kümelerindeki her görüntü için gerçekleştirilmiştir. Her eklemin 3B  

koordinat değerinden alt omurga koordinat değeri çıkarılmıştır. Normalleştirme 

algoritması Algoritma 3.1’de gösterildiği gibidir. 

 

 
 

Algoritma 3.1. İskelet görüntülerini normalleştirme yöntemi. 
 

3.2.1.2. Veri Kümesi Normalleştirmesi 
 

Normalleştirilmiş 3B eklem koordinat değerlerinden bazıları  negatif bazıları 

pozitiftir. Ayrıca derinlik değeri ile x-y koordinat değerleri arasındaki fark fazladır. 

Bu nedenle tüm veri kümesindeki eklem değerleri, 0 ile 1 arasına orantılı bir şekilde 

yerleştirilmiştir. Normalleştirme yönteminin adımları Algoritma 3.2’daki gibidir. 

 

 
 

Algoritma 3.2. Veri kümelerini normalleştirme yöntemi. 
 

  

Algoritma 1

˙

Iskelet eklemleri normalizasyonu

1: procedure FrameNormalization(frame,spid)

2: spineJoint = frame[spid]

3: normalizedFrame = [ ]

4: for each joint in frame do

5: normalizedJoint = joint - spineJoint

6: insert normalizedJoint into normalizedFrame

7: end for

8: Return normalizedFrame

9: end procedure

1

Algoritma 2 Veri kümesi normalizasyonu

1: procedure DatasetNormalization(data)

2: maxPoint = max value in data

3: minPoint = min value in data

4: for each action in data do

5: normalizedAction = (action+ |minPoint| )/(maxPoint+ |minPoint| )
6: insert normalizedAction into normalizedData

7: end for

8: Return normalizedData

9: end procedure

1
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4.GEOMETRİK EKLEM ÇANTASI YÖNTEMİ 
İLE HAREKET TANIMA  

 

Tezin bu bölümünde, geometrik eklem çantası yöntemi anlatılmıştır. Bu 

çalışmada küçük boyutlu veri kümelerindeki hareketlerin yeni bir gösterimi 

oluşturularak sınıflandırılması yapılmıştır. 

3B iskelet görüntü dizileri üzerinde hareket tanıma konusunun temel problemi, 

eklem hareketlerinin gösterim şeklidir. İskelet görüntülerindeki eklem koordinat 

verilerini işleyerek değerli öznitelikler elde edilebilmektedir. Bu öznitelikler 

zamansal ve uzamsal olarak değişik açılardan veriye ait bilgiler taşımaktadır. Bu 

bilgileri çıkarabilmek amacıyla pek çok çalışma [25], [35], [77], [78] hareket 

verilerini önce bir ön işleme tabi tutmuş, sonra sınıflandırmıştır.  

Bizde bu çalışmada hareket özniteliklerini çıkarmak için eklem 

koordinatlarından geometrik öznitelikler çıkartıp, bu öznitelikleri kelime çantası 

yöntemi ile kullandık. 

Kelime çantası yöntemi genellikle doğal dil işleme problemlerinde kullanılan 

standart öznitelik çıkarma tekniğidir. Yöntem basitçe kelime çantası, var olan 

cümlelerdeki kelimelerden sözlük oluşturup, cümlelerin sözlüğe göre konumunun 

hesaplanmasıdır. Kelime çantası yöntemi tamamen kelimelerin yapısına bağlı olarak 

kompleks veya basit olabilir. İnsan hareketi öznitelikleri çıkarmada da [15], [44] 

kullanılmaktadır. Burada oluşturulan sözlük çok kompleks öznitelikler olabileceği 

gibi basit eklem pozisyonları da olabilir.  

Yaptığımız kelime çantası yöntemi tabanlı çalışmada, iskelet koordinatlarından 

elde edilen geometrik öznitelikler eklemlerin oluşturduğu doğrular ve eklem 

koordinat noktaları ile hesaplanmıştır. Elde ettiğimiz öznitelikler kelime çantası 

yönteminde kelime olarak kullanılmıştır. Kelimeler tüm veri kümesi için 

gruplandırılıp, bir geometrik öznitelik sözlüğü oluşturulmuştur. Sözlüğe göre 

hareketlerin kelime grup numaralarının histogram değerleri hesaplanmıştır. 

Sonrasında histogram değerlerinin oluşturduğu vektörler sınıflandırılmıştır.  

Yöntemimizi kendi veri kümemiz GTU Action 3D, MSR Action3D ve Florence 

Action 3D verileri üzerinde test ettik. Yapılan testlerin sonuçları bölüm sonunda 

gösterilmiştir. 
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4.1. Yöntem 
 

Bu kısımda yöntemin detayları 3 ana başlıkta anlatılacaktır. Bunlar; 

 

i) Geometrik Öznitelikler 

ii) Kelime Çantası Yöntemi 

iii) Hareketlerin Sınıflandırılması 

 

Önce kelimelerin hareket verilerinden nasıl çıkarıldığı anlatılacaktır. Sonrasında 

bu kelimelerden oluşan sözlüğe, sözlüğün özelliklerine ve kelime çantası yöntemine 

uygulanışına değinilecektir. Son kısımda ise bu gösterimin sınıflandırılması yani 

hareketleri özniteliklerden tanıma kısmından bahsedilecektir. 

 

4.1.1. Geometrik Öznitelikler 
 

Kelime çantası tabanlı yöntemde kullanılacak öznitelikler bu bölümde 

anlatılmıştır. Bu öznitelikleri seçerken dikkate alınan hususlar, 

  

• Bir hareket eklemler kullanılarak meydana gelir. Bu sebeple eklem koordinatları 

kendi başına birçok şeyi ifade etmektedir. Hareketin meydana geldiği pozisyon 

bilgisi hareket tanımlama için yararlı ve özet bir bilgidir.  

• Hareketler zaman içinde gerçekleşir. Hareketlerin süresi her örnekte farklıdır. 

Bu tür zamana bağlı, sıralı verilerin sınıflandırılmasında var olan tüm zorluklar 

burada da geçerlidir. Hareketin süresi, sırası gibi parametreler hareketin 

gösteriminde oldukça önemlidir. 

 

İnsanın vücut bölgeleri; omurga, sağ kol, sol kol, sağ bacak, sol bacak olmak 

üzere 5 parçadan oluşur. Her hareket tipi vücut bölgelerinin birkaçının aktif 

kullanılmasıyla meydana gelir. Her harekette eklemlerin bazılarında büyük pozisyon 

değişimleri olur. Bununla beraber o eklemin komşuları olan diğer eklemlerde bu 

değişimden etkilenmektedir. Örneğin sağ el sallama hareketi, sağ elin sallanması ile 

gerçekleşir. El sallanırken omurga ve baş bir miktar hareket edebilir. 
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Bu durumların hepsini dikkate alan uzamsal ve zamansal hassasiyete sahip bir 

sistem geliştirmek için eklem koordinat değerlerinin geometrik özniteliklerini 

hesapladık. 

Bu öznitelikler sırasıyla, normalleştirilmiş eklem koordinatları 	

($%), eklem koordinat farkı ($%') ve eklem doğru uzaklıklarıdır ($()). Bir 3B 

hareketin  H* = {$%1,$%2,$%3,$%4…, $%T}, eklem koordinat dizisi girdi verileridir. T 

her bir hareket için farklı olmak üzere bir hareketteki toplam iskelet görüntü sayısını 

belirtmektedir. $%t= { j1
t , j2 

t ,…  jN 
t }p , N adet 3B eklem koordinat değerlerinden 

oluşan tek bir iskelet görüntüsüdür. N sayısı, veri kümesinde kullanılan cihaza bağlı 

olan eklem sayısıdır.  jn
t = {xn, yn, zn}� R3 , ise 3B tek bir eklem noktasıdır. Kısaca 

her hareket farklı sayıda 3B eklem koordinat dizilerinden oluşmaktadır. 

İlk kullandığımız öznitelik, bu bahsettiğimiz eklem koordinatları $%t, t anında 

kameradan gelen gerçek eklem koordinat değerlerine Bölüm 3.2.1 de anlatılan 

normalleştirme yöntemlerinin uygulanmış halidir. Tablo 4.1’de öznitelik gösterimleri 

ve formülleri ile birlikte verilmiştir.  

İkinci kullandığımız öznitelik, eklem koordinat farkları $%'001 , iki eklem 

arasındaki Öklid mesafesidir. Bu iki eklem bizim yöntemimizde, iki farklı t ve t’ 

anlarındaki aynı eklemi ifade etmektedir. Bu t ve t’ anları artan sıralı değerlerdir. 

Yani t’ her zaman t den sonra ki bir andır. t ve t’ anları arasında ki fark değişkendir. 

Örneğin 30 eklem koordinat dizisinden oluşan bir hareket için: t ve t’ (0,1), (0,2), 

,(0,4) ,(0,5), (1,2), (1,3), (1,4), (1,5),} gibi değerler olabilir. Bir $%'(*,2) =

4$%15 − $%35 şeklinde hesaplanmaktadır. 

Son öznitelik, Eklem Doğru Uzaklıkları $()t, t anında vücut bölgelerinin 

merkezindeki eklemlerin diğer bölgelerdeki doğrulara uzaklığıdır. Burada doğrular 

sırasıyla (c)’de gösterilen: sağ kol doğrusu, sol kol doğrusu, sağ ayak doğrusu, sol 

ayak doğrusu ve gövde doğrusudur.  

Örneğin sağ dirseğin sol bacak doğrusuna olan en kısa mesafesidir. Burada 

doğru-nokta uzaklığı formülü Tablo 4.1’in ikinci satırında gösterildiği gibi 

hesaplanmıştır. Önce vücudun seçilen bölgesinden iki nokta tespit edilmiş sonra 

bunun üzerinden geçen doğru bulunmuştur. 7jn'
t →	jn" 

t  , aynı vücut bölgesinde bulunan 

iki farklı eklemin oluşturduğu doğruyu ifade etmektedir. 7jn'
t →	jn" 

t   ile belirlenen eklem 

jn
t 	arasındaki en kısa mesafe hesaplanmıştır.  
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Tablo 4.1: Öznitelik gösterimleri ve formülleri. 
 

Öznitelik 
Sembolü Öznitelik Adı Öznitelik Formülü 

$%t Eklem 
Koordinatları $%t= { j1

t , j2 
t ,…  jN 

t } 

$%'001  
Eklem Koordinat 
Farkları (Zamana 

Bağlı) 
$%'001 = 	;$%t$% 01<<<<<<<<<<<<<<<⃗ ; 	∀?	 < ?A 

$()t Eklem Doğru 
Uzaklıkları 

$()t = (jn
t 	, jn'

t → 	jn" 
t )	

7jn'
t →	jn" 

t

;	jn'
t 	jn''

t<<<<<<<<<<⃗ ;
 

 

Şekil 4.1’de öznitelikler görsel olarak anlatılmıştır. (a) t anında normalleştirilmiş 

eklem koordinatlarının $%t hepsini ayrı ayrı renklendirerek , (b) iki farklı anda, aynı 

eklemin zaman bağlı Öklid değişim değerini (c) ise t anında sol dirsek ekleminin 

belirtilen vücut doğrularına olan uzaklık değerini göstermektedir. 

Bu öznitelikler dışında eklem açıları, bölgesel koordinat farkları gibi birkaç 

öznitelik daha test edilmiştir. Ancak bu özniteliklerden beklenen başarı elde 

edilememiştir.  

 

4.1.2. Kelime Çantası Yöntemi 
 

Öznitelikleri çıkarmada güçlü bir teknik olan kelime çantası yöntemi, hareket 

verilerinden çıkarılan öznitelikler  kullanılarak uygulanmıştır. Kelime çantası 

yöntemi için gerekli olan kelimeler, Bölüm 4.1.1 de bahsedilen özniteliklerin belirli 

zaman aralıklarındaki dizileridir.  

Örneğin Şekil 4.2’de gösterildiği gibi T sürede gerçekleşmiş bir hareketimiz 

olsun. Bu hareketten elde edeceğimiz kelimeler için $()t özniteliği kullanalım. 

Kelime uzunluğu u, ne kadar süre içerisindeki özniteliklerin alınacağını 

belirtmektedir. Bu örnek için u’yu 5 seçelim. %B	 kelimesi; t=0,1,2,3,4 anlarındaki 

$()t özniteliklerinden oluşmaktadır. %B = {	$()B, $()*, $()5, $()2, $()D}	 şeklinde 

gösterilebilir.  %* kelimesi bir sonraki andan başlamak üzere yine 5 uzunluklu %* =

{		$()*, $()5, $()2, $()D, $()F}	  bir kelimedir.  
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GHt 
Eklem 

Koordinatları 

 

GHIJJ1 
Eklem Koordinat 
Farkları (Zamana 

Bağlı) 

 

GKLt 

Eklem Doğru 

Uzaklıkları 

 
 

Şekil 4.1: Özniteliklerin gösterimi a. Eklem koordinatları, b. Eklem koordinat 
farkları, c. Eklem doğru uzaklıkları. 
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Bu şekilde T anına kadar veri kümesinin tümündeki hareketler için kelimeler 

belirlenmektedir. Oluşan her kelime hem zamansal bir bilgiyi hem de özniteliğin 

yapısından gelen geometrik uzamsal bir bilgiyi taşımaktadır. 

 

 

T süreli bir harekette bulunan kelime sayısının formülünü şu şekilde ifade 

edebiliriz. u kelimenin uzunluğu olmak üzere, m bir hareketteki toplam kelime sayısı 

M = N − ) + 1 dir. Bu m adet kelime hem zamana özel hem de bölgeye özel bilgiler 

içermektedir.  

Her kelime birbirinden farklı ya da aynı olabilir. Kelimelerin sınıfı k-merkezli 

gruplama algoritması ile belirlenir. Burada belirlenen k değeri oluşacak sözlükteki 

toplam farklı kelime sayısıdır. 

 Oluşan kelimeler tüm veri kümesinin sözlüğünü oluşturmaktadır. Her hareket 

kelimelerden oluşan cümlelere benzer. Buradaki fark, hareketlerin sahip olduğu 

kelime sayısı, kullandığımız cümlelerin sahip olduklarından çok daha fazla 

olmasıdır. Aynı zamanda her hareketin sahip olduğu kelime sayısı birbirinden çok 

farklıdır ve bu sayıda hareket için değerli bir bilgidir. Bu kelimelerin sayısını ve 

türünü kullanmak için hareketlerde bulunan kelime tiplerinin histogramları 

çıkartılarak, sözlükteki toplam farklı kelime sayısı uzunluğunda bir vektör 

oluşturulmuştur. Sonraki sınıflandırma bölümünde sınıflandırılan vektörlerde bu 

kelime histogramlarıdır. 

 
 

Şekil 4.2: Kelime çantası yöntemi için kelimelerin oluşturulması. 
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4.1.3. Hareketlerin Sınıflandırılması  
 

Kelimelerin k-merkezli ile gruplanıp, hareketlerin kelime histogramları 

hesaplanmıştır. Bu histogram vektörleri, sınıflandırma için kullanılacak öznitelik 

vektörleridir. Test verilerinin de öznitelikleri çıkarıldıktan sonra kelimeler k-merkezli 

ile merkezlere en yakın olan kelime grubu etiketi ile etiketlenmiştir. Her bir test 

hareketi için sahip olduğu kelime tipleri ve o kelimelerin sayısı sınıflandırmayı 

sağlayan verilerdir. Histogram vektörleri oluşturulduktan sonra eğitim verileri ile bir 

SoftMax sınıflandırıcı eğitilmiştir. Sonrasında eğitilen modele test histogram 

vektörleri sorulup başarımlar hesaplanmıştır. Sınıflandırıcı olarak SVM’ de 

kullanılmıştır. Başarımı SoftMax’den düşük gelmiştir. 

 

4.2. Sonuçlar 
 

Üç veri kümesinde yapılan testlerin çapraz denek başarım sonuçları Tablo 4.2’de 

gösterilmiştir. Florence Action 3D, daha az eklem ve hareket sayısına sahip oldukça 

küçük bir veri kümesidir. Florence Action 3D verilerinden 300 kelimeli sözlükten 

oluşturulmuş ve 5 uzunluklu kelimeler kullanılmıştır. SoftMax modelimiz için 5000 

devirde 32 toptan boyutu ile eğitilmiştir. Sınıflandırma başarısı en yüksek eklem 

farkları ekf TT1  özniteliğinde yaklaşık olarak %88 hesaplanmıştır. 

GTU Action 3D veri kümesinde de her bir öznitelik için 300 kelimeli sözlük 

kullanılmıştır. Her kelimenin uzunluğu 9’dur. SoftMax için 50000 devirde 32 toptan 

boyutu kullanılarak eğitilmiştir. Tüm öznitelikler kullanılarak %96 doğrulukla 

sınıflandırma gerçekleştirilmiştir. 

MSR Action 3D veri kümesi 20 hareket grubuna sahiptir. Diğer iki veri 

kümesine göre daha kompleks hareketleri içermektedir. Bu veri kümesi için 300 

kelimeli bir sözlük kullanılmıştır. Kelimelerin uzunluğu 10’dur. Eklem 

koordinatlarını kullanarak elde ettiğimiz başarım diğer özniteliklere göre daha 

yüksektir. Bu veri kümesinde ki başarımımızın düşük olma sebebi sözlük 

boyutumuzun yeterince büyük olmaması olabilir. 
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Tablo 4.2: Özniteliklerin veri kümelerine göre başarımları. 
 

Öznitelik Adı Florence Action 3D GTU Action 3D MSR Action3D 

$%t 0,871 0,955 0,772 

$%'001  0,880 0,962 0,724 

$()t 0,620 0,963 0,653 

ℎ$VWX 0,872 0,965 0,734 

Feature 
Combinations [77] 0,94 - 0,97 

 

Bu çalışmada hareket tanıma için gösterim tabanlı bir yöntem önermiş olduk. 

Çalışmanın yapıldığı dönemde literatür çalışmalarının [15] ve [44] gibi elde ettiği 

veri kümeleri başarımlarına yakın sonuçlar elde ettik. Ancak en yüksek başarımlı 

çalışmayı [77] sonuçlarımız geçememiştir.  

Bununla beraber geçtiğimiz son yıllarda derin öğrenme teknikleri ile elde edilen 

başarımlar çok yüksektir. Ancak derin öğrenme teknikleri halen küçük boyutlu 

Florence Action 3D gibi veri kümelerinde iyi sonuçlar verememektedir.  Gösterim 

tabanlı çalışmalar ise bu tarz küçük veri kümelerinde daha iyi çalışmaktadır.  

 Bu bölümden sonra hareket tanıma problemi için önerdiğimiz diğer  derin ağ 

tabanlı yöntemlere yer verilecektir. Yaptığımız çalışmaların küçük veri kümeleri 

üzerindeki başarımları da teze eklenecektir. 
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5. OTO KODLAYICILAR İLE HAREKETLERİN 
GÖSTERİMLERİNİ OLUŞTURMA  

 

Derin ağ yapılarının gelişmesi ile görüntüler üzerinde uzamsal ve/veya zamansal 

öznitelikleri çıkaran LSTM, Oto kodlayıcı, LSTM kodlayıcı, CNN ve MLP benzeri 

ağlar kullanılmaya başlanmıştır. Bu ağ yapıları ile başarılı gösterimler ve 

sınıflandırma sonuçları Tablo 2.3 deki gibi çalışmalar tarafından elde edilmiştir.  

İskelet koordinat verileri, hareketin gerçekleştiği eklem bölgelerine ait 3D 

pozisyon verilerini içermektedir. Eklem pozisyonları hareketi tanımlayıcı veriler 

olmasına rağmen hareket tanıma problemi için belirli zorluklar hala mevcuttur. 

Zorluklara örnek olarak, farklı eklem uzunluklarına sahip insanlar ve farklı 

hareketlerin birbirine olan benzerlikleri verilebilir. Bu zorluklar için hareketlere ait 

gelişmiş öznitelikler oluşturmak hareketlerin sınıflandırma başarısını 

artırabilmektedir. 

Bu nedenle bizde gösterim tabanlı bir Oto kodlayıcı LSTM ağı geliştirdik.  Bu 

bölümde hareket analizi ve öznitelik çıkarma için yaptığımız bu ağ anlatılacaktır. Bu 

çalışma sonuçlarından beklenen başarı elde edilememiştir. Ancak bir sonraki 

oluşturduğumuz sisteme yol göstermesi bakımından önemlidir. 

 

5.1. Oto Kodlayıcılar 
 

Oto kodlayıcılar girdi ve çıktı verisi arasındaki özdeşliği bulan fonksiyonu 

öğrenmeye çalışan ağlardır. Esasında çalışma yapısı verilen girdiye en benzer çıktıyı 

üretebilen fonksiyonun bulunmasına dayanmaktadır. Bu fonksiyon farklı kısıtlamalar 

ile girdiye benzer çıktıyı üretebildiği için veriye ait önemli yapısal bilgileri ortaya 

çıkarabilmektedir. Bu kısıtlamalar girdi-çıktı verilerinin boyutuna göre daha düşük 

boyutta katmanlardan geçiş ya da modele ait limitler olabilmektedir. 

Örneğin 16x16 piksellik bir görüntüye benzer görüntü üretebilen bir oto 

kodlayıcı tasarlandığında, bu ağın yapısal özellikleri; katman sayısına, katmanlarda 

ki nöron sayısına ve nöronlardaki aktivasyon fonksiyonlarına bağlıdır. Girdi 

katmanında 16x16’dan 256 adet nöron bulunmaktadır. Aradaki öznitelik 

katmanındaki nöron sayısı, girdi katmanındaki nöron sayısından daha küçük ise 

mesela 100 ise, benzer 256 piksellik görüntüyü üretebilmek için ağın gerekli olan 

önemli görüntü özniteliklerini bu 100 nöronu kullanarak çıkarması gerekmektedir.  
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Oto kodlayıcılar TBA gibi özellikle veri sıkıştırmada, öznitelik çıkarmada 

sıklıkla kullanılmaktadır. Bunun yanı sıra veriyi daha büyük boyuta çıkarıp seyrek 

veri üzerinde işlem yapmak için de oto kodlayıcılar kullanılmaktadır.  

Aktivasyon fonksiyonu; doğrusal veya doğrusal olmayan nöron üzerindeki 

fonksiyondur. Girdiye uygulanarak nöron çıktısını oluşturur. 

Ara katmanlar önceki katmandan veriyi alıp nöronlardaki aktivasyon 

fonksiyonlarından geçirip sonraki katmana veriyi ileten yapılardır. Katmanların 

sayısı azaldıkça model ve çıkarılan özniteliklerin yapısı basitleşir. 

Şekil 5.1’de iki katmanlı basit bir oto kodlayıcı gösterilmiştir. Girdi katmanında 

girdi verisinin boyutları sayısında nöron bulunur. Diğer ara katmanlarda bulunan 

nöronlar aktivasyon fonksiyonları ile veri üzerinde işlemler yapar. Ortada çıkarılan 

sıkıştırılmış öznitelik katmanı veriye ait küçük boyutta öznitelikleri temsil eder. Bu 

kısım gösterim oluşturmada, öznitelik çıkarmada kullanılır. Kod çözücü katmanlar 

sıkıştırılmış öznitelikten girdiye benzer çıktıyı üretmeye çalışır. Çıktı girdinin 

tamamen aynısı olmayabilir. Girdi ve çıktı arasındaki benzerlik ağdaki fonksiyonun 

başarılı bir şekilde bulunduğunun göstergesidir. 

 

 
 

Şekil 5.1: 2 Katmanlı oto kodlayıcı genel görünümü.  
 

Biz de hareket iskelet koordinatlarının temel özniteliklerini çıkarmak için bir oto 

kodlayıcı tasarladık. İskeletin uzamsal yapısıyla ilgili bilgileri çıkarıp sınıflandırma 

ve sonraki ağ için bunları kullanmayı amaçladık. Bu kısımla ilgili detaylar bir 

sonraki bölümde anlatılacaktır. 
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5.2. Yöntem ve Sonuçlar  
 

Hareketleri anlık olarak veya belirli zaman periyodlarındaki hareketleri oto 

kodlayıcılara vererek uzamsal ve zamansal öznitelikleri elde edilmeye çalışılmıştır. 

Her bir t anındaki iskelet görüntülerini oto kodlayıcıdan geçirip LSTM ağları ile 

sınıflandırılmıştır. Sistemin genel görünümü  

Şekil 5.2’de gösterilmiştir. İskelet koordinatlarını ardışık üçlüler halinde oto 

kodlayıcılardan geçirip, aradaki sıkıştırılmış öznitelikler ile LSTM ağları 

beslenmiştir. LSTM ağları zamansal öznitelik çıkarmak için kullanılmıştır.  

 
 

Şekil 5.2: Oto kodlayıcı LSTM yönteminin genel görünümü. 
 

Çalışmanın oto kodlayıcı çıktıları, girdilere benzer çıkmadı. Koordinat 

dizilerinden oluşan girdiler üzerindeki temel ilişkiler oto kodlayıcılar ile elde 

edilemedi. Bir hareketin  t anındaki iskelet koordinat girdisi ile oto kodlayıcı çıktısı 

aşağıda Şekil 5.3’de gösterilmiştir. Şeklin üst kısmında iskeletin girdi ve çıktı 

görünümü birbirine bir miktar benzemektedir ancak alttaki kısımda girdi ve çıktı 

arasında herhangi bir benzerlik bulunmamaktadır. Benzerliğin azlığı sınıflandırma 

başarısını da düşürmektedir.  

Şekil 5.4’te iki farklı hareket oto kodlayıcıya verilmiştir. Hareket girdisinin 

çıktıları ve hata fonksiyonun değerinin yüksekliği, belirli periyotlardaki hareketler ile 

beslenen oto kodlayıcı ağlarının başarılı çalışmadığını göstermektedir. Hareketlerden 
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ilki oturma hareketi iken ikincisi saç tarama hareketidir. Normalleştirilmiş girdiler 1 

ile 0 arasında ki değerlerine göre renklendirilmiştir.  

 

 

 
 

Şekil 5.3: Test anında iki iskelet görüntüsünün oto kodlayıcı girdisileri ve 
çıktıları sağ taraf girdiler, sol taraf çıktıları, üsteki örnek çıktısı girdiye bir miktar 

benzerken alttaki örnek çıktısı girdiye benzememektedir 
 

Başarılı şekilde oluşturamadığımız iskelet gösterimlerinin LSTM sınıflandırıcı 

çapraz denek başarımları %15 civarında gelmiştir. İskelet koordinatlarını herhangi 

bir ön işlem uygulamadan beslediğimiz LSTM ağlarının sınıflandırma başarımları 

daha yüksek gelmiştir. LSTM ağlarının çalışma yapılarında ve  başarımlarına sonraki 

bölümlerde yer verilecektir. 
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Şekil 5.4: Test anında üst kısımdaki oturma ve alt kısımdaki saç tarama 
hareketlerinin oto kodlayıcı girdileri ve çıktıları 

  



 

37 

6. DERİN AĞLAR İLE HAREKETLERİN 
SINIFLANDIRILMASI 

 

Bölüm 5’te oto kodlayıcılar ile başarılı bir gösterim elde edilemeyince, bu 

bölümde temel derin ağları kullanarak, hareket verileri  analiz edilip hareketler 

tanınmaya çalışılmıştır. Derin ağların otomatik olarak öznitelik çıkarabildiği pek çok 

çalışma da gösterilmiştir [79]. Zamana bağlı iskelet görüntülerinden oluşan insan 

hareketi verileri de bu derin ağ yapılarının doğasında olan işlemler ile otomatik 

sınıflandırılabilmektedirler. Bu kısımda temel derin ağlar sınıflandırıcı olarak 

kullanılmış ve sonuçlar paylaşılmıştır. 

 

6.1. SoftMax Sınıflandırıcı 
 

Bu kısımda makine öğrenmesinin en temel sınıflandırıcılarından olan DVM ve 

SoftMax sınıflandırıcıları denenerek karşılaştırılmıştır. 

DVM: doğrusal veya doğrusal olmayan fonksiyonlarla veriler üzerinde 

sınıflandırma yapmaktadır. Eğitim verilerindeki herhangi bir noktadan en uzak olan 

iki sınıf arasında bir karar sınırı bulur. Bulunan sınır iki sınıfın da tüm noktalarına 

uzaklıklarını eşit miktarda maksimize etmektedir. Denklem 6.1’de  DVM hata 

hesaplama fonksiyonu gösterilmiştir. WY = '(Z[,\)Y j-inci sınıfın skoru olmak üzere, 

i-inci  örneğin verisi Z[,sınıf etiketi ][’dir. ∆ise yanlılık için kullanılan hiper 

parametredir.  

DVM’lerde kullanılan çekirdek fonksiyonu başarımı büyük miktarda 

etkilemektedir. Çekirdek fonksiyonu verinin yapısal özelliklerine göre seçilmelidir. 

Hareketleri sınıflandırmak için hem doğrusal çekirdek fonksiyonunu hem de Gauss 

çekirdek fonksiyonunu denenip sınıflandırma sonuçları Tablo 6.1’de gösterilmiştir. 

 

7_`a =b max	(0, WY − Wgh + ∆)Yigh
 (6.1) 

 

SoftMax: İkili Lojistik regresyonun çok sınıf için genelleştirilmiş halidir. 

Denklem 6.2’de gösterilen skor fonksiyonu sayesinde sınıflara ait benzerlik skoru 

veren DVM’in aksine normalleştirilmiş sınıf olasılıklarını vermektedir. 'Y	j-inci 

elementin tüm sınıf skorlarının vektörüdür. 
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Hareketleri sınıflandırmak için SoftMax ağı hem kendi başına hem de diğer ağ 

yapılarının son katmanlarında kullanılmıştır. 

 

7jkl0amn = −log	 r
$lsh

∑ $luYigh
v (6.2) 

 

6.2. Çok Katmanlı Yapay Sinir Ağları MLP 
 

İleri beslemeli yapay sinir ağlarıdır. Birden fazla ara katmana sahiptirler. Her bir 

katmandan geçildikten sonra skor hesaplanır. Skor değerine göre geri yayma yapılır. 

Her geri yayma, hesaplanan skor değerini küçültmeye yönelik parametre 

optimizasyonudur. Her adımda parametreler güncellenir ve model eğitilir. Skor 

fonksiyonu modelin ne kadar doğrulukla çalıştığını gösteren değeri üretmektedir. 

 Her bir katmanda bulunan nöronlar doğrusal olmayan aktivasyon 

fonksiyonlarına (sigmoid ve tanjant gibi) sahiptirler. Hareketlerin sınıflandırılması 

için  Şekil 6.1’de gösterilen sistem oluşturulmuştur. Ara katmandan elde edilen 

uzamsal öznitelikler SoftMax ile sınıflandırılmış sonuçları Tablo 6.1’e eklenmiştir.  

 

 
 

Şekil 6.1: Çok Katmanlı Yapay Sinir Ağı ile hareketlerin sınıflandırılması. 
 

6.3. Aşırı Öğrenme Makinası (ELM) 
 

Sınıflandırma, regresyon [80], kümeleme, sıkıştırma veya öznitelik öğrenme için 

kullanılan ileri beslemeli sinir ağlarıdır [81]. Tek veya çok katmanlı olabilirler. 
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Parametreler iyileştirilmeye çalışılmaz, geri yayma yoktur. Parametreler rastgele 

atanır veya bir önceki katmandan alınırlar [82]. Literatürde DVM’lere göre daha iyi 

çalıştığı gösterilmiştir. Geri yayma yapan ağlara göre oldukça hızlı çalışırlar. Çoğu 

durumda tek katmanlı olarak kullanırlar. Ancak veriyi farklı bir uzaya çıkaran pek 

çok çekirdek fonksiyon kullanılabilmektedir. Sigmoid, tanjant, bulanık, çoklu 

kuadratik, Gauss vb. dahil olmak üzere birçok aktivasyon fonksiyonu bu ağlarda 

kullanılabilmektedir. Ayrıca DVM’lerdeki gibi çekirdek fonksiyonları bu ağlarda 

mevcuttur. 

Aşırı Öğrenme Makinası seçilen hareket veri kümelerinde diğer derin ağlarla 

kıyaslanmak için kullanılmıştır. Normalize edilmiş hareket verileri tek katmanlı 

ELM ağları ile sınıflandırıp, sınıflandırma sonuçları Tablo 6.1’e eklenmiştir.  

 

6.4. LSTM Ağları  
 

Zamana bağlı, seri oluşturan veriler için kullanılan tekrarlı sinir ağlarıdır. 

Doğadaki çoğu veri zamana bağlı veya sıralıdır. Konuşurken kurulan cümleler, 

dinlenen şarkılar, kaydedilen videolar, sinyaller gibi pek çok veri sıralı olarak 

zamana bağlı ilerlemektedir. Bu veriler bir bütün halinde anlam ifade etmektedir. 

Koşma hareketi, başlangıç anından bitiş anında kadar oluşan görüntü dizilerinin 

tamamıyla koşmayı tanımlar. 

Klasik yapay sinir ağları bir görüntü verisi üzerindeki uzamsal filtreleri çıkarır. 

Bu görüntünün öncesindeki görüntü ile ilgilenmez. RNN’ler ise bu yapılardan farklı 

olarak içinde veri devamlılığını sürekli sağlayan döngülere sahiptir.  Bu döngüler, 

verinin bir t anından diğer bir t’ anına geçmesine izin verir. Döngüler açıldığında her 

biri, sinir ağlarına benzer RNN hücreleridir. Zincir halinde sıralanan yapısı, liste ve 

sıralı veriler için oldukça uygundur. Her bir hücre bir t anındaki veri girdisini alırken, 

öncesindeki hücreden geçmiş t anlarına ait bilgileri de almaktadır. Bu özelliği ile 

diğer yapay sinir ağlarından ayrılmaktadır. 

LSTM’ler RNN’lerin özelleşmiş halidir. Her bir LSTM hücresi döngü halinde 

kullanılarak LSTM ağlarını oluşturur. LSTM hücrelerinde bulunan kapılar sayesinde 

girdi verisinin ve önceki hücreden aktarılan verinin akışı sağlanır. Bir LSTM 

hücresinde; girdi kapısı, çıktı kapısı, sigmoid kapısı, unut kapısı gibi kapılar 

bulunabilir. Bu kapıların fonksiyonları ve yapıları gerektiği gibi değiştirilebilir. Girdi 

kapısı, girdi verisini aktarmak için, çıktı kapısı, çıktı verisini aktarmak için kullanılır. 
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Unut kapısı önceki hücreden gelen verinin ne kadarının unutulması gerektiğine karar 

vermek için kullanılır. Sigmoid kapısı, çıktının sigmoid fonksiyonuna verilip son 

halini alması için kullanılabilir. Sigmoid yerine tanjant fonksiyonu da kullanılabilir. 

Kapılar artırılabilir ve azaltılabilir. Tıpkı klasik sinir ağlarında ki gibi içlerindeki 

fonksiyonlar değiştirilebilirdir. 

 

 
 

Şekil 6.2: LSTM ağları ile hareketlerin sınıflandırılması. 
 

İnsan hareketi verileri de farklı zaman aralıklarında ve farklı sürelerde 

kaydedilmiştir. LSTM ağlarının doğal yapısına uygun zamana bağlı sıralı verilerdir. 

Klasik sinir ağları girdi verilerinin boyutlarını sabit olarak almaktadır. LSTM’ler ise 

içlerinde farklı sayıda hücre ile sabit boyutlu olmayan verilerde de çalışabilmektedir. 

Bu nedenle her hareketin farklı uzunluklarda olması bu ağlarda herhangi bir problem 

oluşturmamaktadır.  

Bu kısımda tek katmanlı LSTM kullanılarak hareketler sınıflandırılmıştır. 

Normalleştirilmiş her bir iskelet görüntüsü bir LSTM hücresine verilmiştir. Bu 

sayede her görüntü, sonrasındaki LSTM hücresini etkilemektedir.  

Şekil 6.2’de N katmanlı LSTM sınıflandırıcı gösterilmiştir. Son hücreden çıkan 

vektör SoftMax’e verilip, sınıflandırma sonuçları Tablo 6.1’e eklenmiştir. 

 

6.5. Sınıflandırıcıların Sonuçları 
 

Tablo 6.1’de bahsedilen sınıflandırıcıların hareket verilerindeki başarımları 

gösterilmiştir. İlk satırda yer alan destek vektör makinaları radyan tabanda Gaus 

çekirdek fonksiyonunu kullanmaktadır. İkinci satırda ise doğrusal bir çekirdek 
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fonksiyonu kullanılmıştır. Doğrusal DVM’in başarısı diğer sınıflandırıcılara göre 

oldukça yüksektir. 

SoftMax modelimiz için eşit boyutta girdi vektörü beklenmektedir. [83] 

Çalışmasındaki gibi hareketlerin eksik sayıdaki iskelet görüntüleri yerine sıfır değerli 

boş görüntüler eklenmiştir. SoftMax modülü her veri kümesine bağlı olarak farklı 

epoklarda 32 toplu iş boyutunda çalıştırılmış sonuçlar üçüncü satırda gösterilmiştir. 

Doğrusal DVM’in başarımını geçememiştir. Daha yüksek epoklarda eğitildiğinde 

aşırı öğrenme sorunu ile karşılaşılmaktadır.  

Tablo 6.1’in dördüncü satırında Aşırı Öğrenme Makinaları ile elde edilen 

sınıflandırma sonuçları gösterilmiştir. Çoklu kuadratik aktivasyon fonksiyonu RBF 

de çekirdek 256 adet nöronlu 1 katmanlı bir yapı tasarlanmıştır. 

Çok katmanlı sinir ağları için 2 katmanlı basit bir ağ tasarlanmıştır. İlk katmanda 

128 nöron ikinci katmanda 64 nöron bulunmaktadır. Başarımları Tablo 6.1’de 

beşinci satırda gösterilmiştir. Verilerin miktarı nedeniyle aşırı öğrenme problemi 

ortaya çıkmıştır. Modelden daha başarılı sonuçlar yapı ile ilgili daha fazla değişiklik 

yapıldığında elde edilebilirdi. Ancak bu tez kapsamında biz LSTM yapılarının daha 

doğru kullanılmasıyla ilgilenmekteyiz. 

LSTM ağları herhangi bir veri değişikliğine (sıfırla görüntü doldurma gibi) 

gerek kalmaksızın çalışmaktadır. Basit 128 nöronlu bir katmanlı LSTM ağından elde 

edilen sınıflandırma sonuçları altıncı satırda gösterilmiştir. Diğer sınıflandırıcılara 

göre oldukça başarılı skorlar elde edilmiştir. Bunun temel nedeni hareket verilerinin 

sıralı iskelet görüntülerinden oluşmasıdır. LSTM ağlarının doğal yapısına hareket 

verilerinin uyduğu başarımlardan anlaşılmaktadır.  

 

Tablo 6.1: Sınıflandırıcıların veri  kümeleri başarımları. 
 

 

Veri  Kümeleri 
 

Sınıflandırıcılar 

GTU Action 
3D 

Florence Action 
3D MSR Action 3D NTU RGB+D 

SVM 0,48 0,23 0,12  
Doğrusal SVM 0,844 0,731 0,583  

SoftMax 0,759 0,616 0,47  
ELM 0,745 0,655 0,226  
MLP 0,60 0,54 0,36  

1-K LSTM 0,902 0,77 0,70 0,59 
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Bu bölümde derin ağları sınıflandırıcı olarak kullanarak hareket tanıma 

problemine uygun ağ yapılarını bulmayı amaçladık. Hareketlerin zamana bağlı 

verilerden oluşması bize en uygun yapının bu ağlar içinde LSTM ağları olduğunu 

gösterdi. Bundan sonra gerçekleştireceğimiz çalışma LSTM ağlarının ortaya 

çıkardığı metrikleri kullanmaktadır. Bu metrikler hareketlerin hem zamansal 

bilgilerini hem de başka hareketlerle ilişkilerini içermektedir. Çalışmanın detayları 

sonraki bölümde anlatılacaktır.  
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7. İKİZ LSTM AĞLARI İLE HAREKET TANIMA 
 

Bu bölümde tezin ana çalışması [16] olan çoklu ikiz LSTM ağlarından 

bahsedilecektir. Derin öğrenme tabanlı yöntem dört ana başlıkta incelenecektir. Bu 

başlıklar;  

 

i) İkiz LSTM Ağı 

ii) Hareket İkili Girdileri  

ii) İkiz LSTM Ağları için Sınıflandırıcı Modülü 

iv) Uçtan uca ikiz LSTM Sınıflandırıcı Ağı 

 

İkiz ağlar, iki tane derin ağ yapısını içinde barındıran ileri beslemeli ağlardır. 

İçerisinde bulunan derin ağ yapısının öğrendiği parametreleri paylaşarak ileri ve geri 

yönlü besleme yapar. Bu ağlar iki girdi arasındaki ilişkiyi öğrenmektedirler. Bu 

ilişkiye ait metrikler sınıflandırma, eşleme, gruplama gibi pek çok amaçla 

kullanılabilmektedirler. Bizde hareketleri analiz etmek amacıyla bu ağları kullandık. 

Bu sayede hem benzerlikleri bulabilen hem de hareketleri tanıyan bir ağ geliştirmiş 

olduk. 

Hareket verilerine en uygun model yapısının LSTM ağları olduğu Bölüm 6’da 

sınıflandırma başarımlarından anlaşılmıştır. Bu nedenle ikiz ağın içinde çok katmanlı 

LSTM ağları kullanılmıştır. İki hareket her bir LSTM bloğuna verilerek eğitilmiştir. 

İkiz LSTM ağı bu hareket verileri arasındaki benzerliği öğrenmektedir. Bu ağın 

detaylarına Bölüm 7.1’de değinilecektir.  

İkiz ağlar iki adet girdiyi alır ve bu girdiler arasındaki ilişkiyi öğrenmeye 

çalışırlar. Bu girdiler görüntü, video sinyal gibi pek çok farklı tipte veri olabilir 

çünkü ikiz ağın içinde bulunan modelin yapısı da değişkendir. Bölüm 7.2’de İkiz 

LSTM ağları için girdi ikililerinin nasıl oluşturulduğu anlatılacaktır. 

İkiz LSTM ağları hareketler arasındaki ilişkiyi bulmaktadır, ancak hareket 

tanıma problemi temelde hareketlerin sınıflarını bulmaya dayanmaktadır. Bu 

doğrultuda bizde ikiz LSTM ağının çıktılarını kullanarak hareketleri tanıyan bir 

sınıflandırıcı modül geliştirdik. Bölüm 7.3’te bu modül ile ilgili detaylar yer 

alacaktır. 

Bölüm 7.4’te sınıflandırıcı modülü ile ikiz LSTM modülünü birleştirip 

oluşturduğumuz uçtan uca çalışan ikiz LSTM DML sınıflandırıcı ağından 
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bahsedilecektir. Son bölümde ise bu ağlardan elde edilen başarımlar paylaşılıp 

yorumlanacaktır. 

 

7.1. İkiz LSTM Ağı 
 

Bu bölümde, hareketlerin derin metrik bilgilerini öğrenerek birbirlerine benzeyip 

benzemediklerini bulan İkiz LSTM ağı anlatılacaktır. Veriler arasındaki benzerlik 

bilgisi birçok uygulama için gerekli ve  kullanışlıdır [84]. Veri kümeleri içindeki 

hareketlerin her birinin arasındaki metrikleri bulma problemi klasik sınıflandırma 

probleminden çok daha genel bir problemdir. Verilerin sınıflarını bulma yerine onları 

analiz etme imkanı sunar.  Bu sebeple bu bölümde, 3B hareket ikililerini girdi olarak 

alıp, aralarındaki benzerlik metriklerini öğrenen bir ikiz ağ tasarlanmıştır. 

 

 
 

Şekil 7.1: Hareket ikilileri arasındaki benzerliği bulan İkiz LSTM ağı. 
 

Şekil 7.1’de bu modülün genel yapısı gösterilmiştir. Bu modül iki adet 

normalleştirilmiş 3B hareketi, Hp = {ekp
1,ekp

2,ek,… ekp
T }  ve Hq = {ekq

1,ekq
2,ekq

3,… 

ekq
R }, girdi olarak almaktadır.  T ve R sırasıyla, Hp  ve Hq hareketlerinin sahip olduğu 

toplam görüntü sayılarıdır. ekp
t = { j1

t , j2 
t ,…  jN 

t }p ise t anında N adet 3B eklemden 
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oluşan tek bir iskelet görüntüsüdür.  jn
t = {xn, yn, zn}∈ ℝ3 , ise 3B tek bir eklem 

noktasıdır.  

T ve R her bir hareket için farklı değerde olabilir. Bu nedenle metrik öğrenen 

modülümüzün temel yapı taşı olarak LSTM hücreleri kullanılmıştır. 2 LSTM 

bloğundan her biri bir hareketi alır ve bir çıktı vektörü üretir. Oluşan bu iki çıktı 

vektörü Op∈ ℝM and Oq∈ ℝM  ‘dir. Bu vektörlerin boyutları T ve R’nin aksine sabit 

ve eşittir.  

Bu iki Op and Oq vektörlerinin bitiştirilmiş çıktılarını L (Hp, Hq)∈ ℝ2M fonksiyonu 

ile üretilmiştir.	L (Hp, Hq), iki harekete ait derin benzerlik özniteliklerini 

taşımaktadır. Bu vektör ile 2 katmanlı bir sinir ağı denklemde gösterildiği gibi 

beslenmiştir.  

D(L(Hp,Hq))=Vpq, (7.1) 

D çok katmanlı ağ olup,  hareketlerin birbirine benzeyip benzemediklerini 

belirten 2 boyutlu bir V∈ ℝ2 vektörü üretmektedir.  

Vpq = Softmax(b3+W3ReLU( b2+W2ReLU(b1+W1L(Hp,Hq))), (7.2) 

W network ağırlıkları, b yanlılık parametresi, ReLU olmak üzere Vpq model 

formülü Denklem 2’de gösterilmiştir. 

İkiz LSTM modülü hareket ikililerini kullanarak  derin benzerlik metriklerinin 

çıkarılıp öğrenilmesini amaçlamaktadır. Bu metrikler kullanılarak sınıflandırma, 

hareketlerin analizi, etiketsiz gruplama gibi pek çok farklı uygulama geliştirilebilir. 

Sınıflandırma yapan modellere göre çok daha genelleştirilebilir bir modeldir. 

 

7.2. Hareket İkililerinin Oluşturulması 
 

Bu bölümde ikiz LSTM ağlarının girdileri olarak kullanılacak hareket ikililerinin 

oluşturulmasından bahsedilecektir. Paralel olarak eğitilen iki LSTM modülünün her 

biri bir hareketi girdi olarak almaktadır. İkiz LSTM ağlarının etiketleri 1 veya 0 

olabilir. Hareket ikililerinin sınıfları aynı olduğu durumda etiketler 1 aynı olmadığı 

durumda etiketler 0 değerini almaktadırlar. Benzer ikililere pozitif ikililer, benzer 

olmayan ikililere negatif ikililer diyebiliriz. 

İkiz ağların başarılı eğitilmesinde negatif pozitif ikili oranının rolü büyüktür. Biz 

bu ağları eğitirken oranı veri kümelerindeki sınıf miktarlarına göre seçtik. Örneğin 
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Florence Action 3D veri kümesinde 9 farklı hareket sınıfı mevcuttur. Bu nedenle her 

eğitim hareketini bir pozitif sekiz negatif hareketle eşleyerek ikilileri oluşturduk. Ne 

kadar miktarda ikili oluşturacağımıza veri kümesinin büyüklüğüne bakarak karar 

verdik. Küçük boyuttaki veri kümelerinde oluşabilecek tüm ikilileri kullanırken 

büyük veri kümelerinde rastgele seçilimler ile ikili sayısını azalttık. Veri 

kümelerindeki ikili miktarlarının toplam hareket miktarından daha fazla olması derin 

ağların büyük veri ihtiyacı problemini gidermektedir. Ayrıca doğrulama kümesi için 

ekstra oluşturduğumuz ikililer, eğitim verilerinde bir azaltma meydan getirmemiştir.  

 

7.3. İkiz LSTM Ağları için Sınıflandırıcı Modülü 
 

Daha önce belirttiğimiz gibi, hareket tanıma sistemlerinin çıktılarının hareket 

sınıfı olmaları gerekmektedir. İkiz LSTM modülünün çıktısı hareket sınıfları değil 

hareket benzerliklerini belirten 2 boyutlu bir vektördür. Sınıflandırıcı modülünün 

görevi, bir test hareketini Hp diğer hareketlerle Hq1,Hq2,Hq3,Hq4,…, Hqk k diğer 

hareketlerin sayısı olmak üzere, karşılaştırıp hareketlerin sınıflarını bulmaya 

çalışmaktır. Şekil 7.2’de gösterildiği gibi İkiz LSTM ağlarının çıktılarını Vpq1, 

Vpq2, Vpq3,... Vpq bitiştirerek bir G∈R2k vektörü elde edilmektedir. Bu G vektörü 

ile beslenen sınıflandırıcı modülün çıktısı hareketlerin çıktısıdır. Burada kullanılan 

sınıflandırıcı olarak KNN ve DVM denenmiştir.   

Önceki İkiz LSTM modülü, hareket çiftlerini girdi olarak almakta ve çıktı olarak 

benzer-farklı etiketleri vermektedir. ikiz LSTM modülünün eğitilmesinde hareket 

sınıflarına ihtiyaç yoktur. Ancak bu sınıflandırıcı modülü için hareket sınıflarına 

ihtiyaç duyulmaktadır. 

  

7.4. Uçtan Uca  İkiz LSTM DML Sınıflandırıcı Ağı 
 

Hareketlerin birbiriyle olan ilişkilerinin öznitelikleri, ikiz LSTM ağlarının 

öğrendiği derin metriklerden çıkarılabilmektedir.  Derin metrikleri  çıkarılan 

hareketler üzerinde sınıflandırma, gruplama ve hatta veri birleştirmesi  yapılabilir.  

Biz bu derin metrikleri çıkaran ağ bloklarını hareket tanıma problemi için 

kullandık. Geliştirdiğimiz Uçtan Uca İkiz LSTM ağı ile hareketlerin 

sınıflandırmasını yaptık. 
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Şekil 7.3’de İkiz LSTM bloklarını içeren, uçtan uca eğitilebilen sınıflandırıcı 

modelin genel yapısı gösterilmiştir.  

Birden fazla ikili için (Hp,Hq1), (Hp,Hq2) ,…,	(Hp,Hqk) girdilerinin her birinin 

L(Hp,Hq1),L(Hp,Hq2), …, L(Hp,Hqk) blok çıktıları elde edilmiştir. Burada k değeri bir 

örnek girdi için gereken ikili sayısıdır, bir başka deyişle ikili listesinin uzunluğudur. 

Bundan dolayı k her veri kümesindeki hareket tipi sayısıdır. 

İkiz LSTM bloğunun Bölüm 7.2’deki  son ara katmanını ve SoftMax katmanını 

kaldırarak Denklem 3’te gösterilen y′ ağını elde ettik. 

 

y′ = (Tanh(b1+W1L(Hp,Hq))) = {|}, (7.3) 

 

y′ ağında ReLU kullanmak yerine daha iyi sonuç verdiğini gözlemlediğimiz 

hiperbolik tanjant  fonksiyonunu kullandık. Buradaki y′ ağının çıktısı, her bir ikilinin 

derin benzerlik metrik vektörleridir. Bu vektörler   (Hp,Hq1)   hareket girdileri için 

{|}* olarak ifade edilmektedir. 

C  bitiştirilme operasyonu olmak üzere, Denklem 4’te gösterildiği gibi bu 

vektörler bitiştirilip G vektörü elde edilir.  

 

G = C(Vpq1,Vpq2, … ,Vpqk )  (7.4) 

 

S = Softmax(Tanh(b1+W1G)), (7.5) 

 

Denklem 5’te tanımladığımız S ağına G  vektörü verilmiştir. S, tek  ara katmanlı 

yapay sinir ağıdır. Bu ağın çıktısı hareketin ait olduğu sınıftır.  

İkiz LSTM ağı girdi hareketlerinin sınıflarının birbiri ile aynı olup olmadığını 

öğrenirken, Uçtan Uca İkiz LSTM  DML ağı hareketlerin sınıfını öğrenir. İkiz LSTM 

ağları farklı veri kümelerini birleştirip, beraber kullanabilir. Çünkü ikiz LSTM ağının 

hareket sınıf etiketine ihtiyacı yoktur. Fakat Uçtan Uca İkiz LSTM  DML ağı her bir 

veri kümesi için ayrı ayrı eğitilmesi gerekir. 

Uçtan Uca İkiz LSTM  DML ağı, içindeki ağ bloklarının tümüyle beraber 

eğitilir. Her ileri yönlü beslemede skor fonksiyonu, en son katmanda elde edilen 
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vektörün standart SoftMax hata sınıf olasılık değerini verir. Bu değere göre  geri 

yayma ile parametreler güncellenir. 
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Şekil 7.2: İkiz LSTM DML sınıflandırıcı ağı genel gösterimi. 
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Şekil 7.3. Uçtan Uca  İkiz LSTM DML sınıflandırıcı ağı genel gösterimi.
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7.5. Sonuçlar 
 

Bu bölümde tez kapsamında yapılan çalışmaların kullanılan veri kümeleri 

üzerindeki sonuçları ayrı ayrı bölümlerde verilmiştir.  Tez boyunca gerçekleştirilen 

çalışmaların başarımları ile literatürdeki çalışmaların başarımları kıyaslanmıştır.    

 

7.5.1. GTU Action 3D Sonuçları 
 

GTU Action 3D, 14 farklı eylem sınıfından oluşan 508 harekete sahip iskelet 

tabanlı bir veri kümesidir. Veri kümesi iç mekan gündelik hareketlerinden ve aerobik 

hareketlerinden oluşmaktadır. Bu veri kümesi tez çalışmaları için Kinect 2 cihazı ile 

toplanmıştır. Bu bölümde, tez boyunca yapılan çalışmaların GTU Action 3D 

üzerindeki başarımları gösterilecektir.  

Bölüm 4’te bahsedilen gösterim tabanlı yöntemin başarımı Tablo 7.1’in ilk 

satırında gösterilmiştir. Bu başarım Bölüm 4’teki geometrik özniteliklerinin 

tamamının kullanılmasıyla elde edilmiştir. Başarım sonucu, özniteliklerin başarılı 

şekilde çıkarıldığını göstermektedir. 

İkinci ve üçüncü satırda makine öğrenmesinin temel denetimli sınıflandırıcısı 

olan DVM denenmiştir. Doğrusal DVM başarımından veri kümesinin çok zorlayıcı 

hareketler içermediği anlaşılmaktadır. Burada amaç olabilecek en yüksek doğrulukla 

bu hareketleri tespit edebilmektir. 

 Tablo 7.1’ de çok katmanlı LSTM ağlarının başarımının öncesinde denenen 

derin ağlara göre çok daha yüksek olduğu görülmektedir. Buradaki başarımdan daha 

yüksek bir sonuç elde etmek için oluşturduğumuz, bu bölümde yer alan İkiz LSTM 

DML ağının sonuçları da son satırda yer almaktadır.  Kullanılan diğer sınıflandırıcı 

yöntemlerinin hepsinden daha yüksek bir başarım elde edilebilmiştir.  

İkiz-LSTM DML  ağının yapısı sırasıyla; {LSTM (75,200,2) - LSTM 

(200,200,2) - CONCAT (400,1) - FC (400,300) – ReLU - FC (300, 150) - ReLU-FC 

(300,50) - ReLU-FC (50,2)}. 

Burada iki katmanlı LSTM ağlarının bir katmanlı LSTM ağından daha başarılı 

çalıştığı tespit edilmiş ve iki katmanlı LSTM ağı kullanılmıştır. Katman sayısı 

arttıkça eğitim süresi artmaktadır. Bu nedenle üç katmanlı LSTM denenmiş 

sonuçlarda büyük bir iyileşme göstermeyip, performansı düşürdüğü için 

kullanılmamıştır. Bu veri kümesinin bir iskelet üzerindeki 3B eklem sayısı 25 olduğu 
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için LSTM girdisi 75 olarak verilmiştir. 2 katmanlı LSTM’de 200 adet nöron 

bulunmaktadır. İki adet hareketin her bir andaki iskelet verileri ayrı ayrı LSTM 

hücrelerine verilmektedir. LSTM ağlarının son katmanlarının son hücrelerinden 

çıkan çıktı vektörleri bitiştirilip, sırasıyla 3 katmanlı 300,150,50 nöronlu tam bağlı 

sinir ağına verilmiştir. Ağın yapısında bulunan FC, tam bağlı bir sinir ağı katmanını 

ifade etmektedir. ReLU bu katmanın nöronlarındaki aktivasyon fonksiyonu, 

CONCAT ise bitiştirme fonksiyonu demektir. 

 

Tablo 7.1. GTU Action 3D veri kümesi üzerinde elde edilen başarımlar. 
 
Yöntem Başarım 

Geometrik eklem Çantası Yöntemi 0,965 

DVM 0,48 

Doğrusal DVM 0,844 

SOFTMAX 0,759 

ELM 0,745 

MLP 0,60 

1-Layer LSTM 0,902 

2-Layer LSTM 0,955 

İkiz-LSTM DML 0,9706 
 

İkiz LSTM DML ağında bulunan bir alt ağ olan İkiz LSTM ağının başarım 
performansı ile İkiz LSTM DML ağının performansı  

 
Şekil 7.4’de gösterilmiştir. İkiz LSTM ağlarındaki küçük bir başarım değişimi 

sınıflandırıcı kısmını büyük oranda etkilemektedir. Bunun sebebi İkiz Ağlarda 

öğrenilen derin metriklerle sınıflandırmanın gerçekleştirilmesidir.  
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Şekil 7.4. GTU Action 3D veri kümesi üzerinde İkiz LSTM Ağı ile İkiz LSTM 
DML sınıflandırıcı ağının başarımlarının karşılaştırılması. 

 

Şekil 7.5’de İkiz-LSTM DML ağı ile elde edilen %97 başarıyla tanınan hareket 

kümesinin karışıklık matrisi gösterilmiştir. Matristen de görülebildiği gibi yürüme 

hareketi, sağa sola adım hareketi ile karışmıştır. Şekilde verilen numaralara göre 

hareketler sırasıyla 1.Kolları Açıp Kapama, 2.Sağ El Sallama, 3.Sağa Sola Bel 

Esnetme, 4.Yürüme, 5.Sağ Ayak Esnetme, 6.Sol Ayak Esnetme, 7.Sol El Sallama, 

8.Öne Sağ Sol İlerleme, 9.Çömelme, 10.Sandalyede Oturup Kalkma, 11.Oturup 

Alkışlama, 12.Bel Çevirme, 13.Sağa Sola 8 Adımlık Hareket, 14.Boyun 

Gevşetme’dir. 
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Şekil 7.5.GTU Action 3D veri kümesinin İkiz-LSTM DML ağı karışıklık 
matrisi. 

 

7.5.2. Florence Action 3D Sonuçları 
 

Florence Action 3D, 9 farklı eylem sınıfından oluşan 217 harekete sahip küçük 

bir veri kümesidir. Bu bölümde, tez boyunca yapılan çalışmaların Florence Action 

3D üzerindeki başarımları Tablo 7.2’de gösterilecektir.  

Tablo 7.2’nin ilk 5 satırında bulunan başarımlar Florence veri kümesinde elde 

edilmiş gösterim tabanlı çalışmaların sonuçlarıdır. Bu çalışmalar veri kümesine has 

öznitelikleri bularak hareketleri sınıflandırmaktadır. Bölüm 4’de anlatılan Geometrik 

Eklem Çantası Yönteminin başarımları bu çalışmaların sonuçlarına yakın gelmiştir.  

Tablonun 7. ve 13. Satırlarında standart makine öğrenmesi ve derin öğrenme 

teknikleri denenmiştir. Veri kümesinin 2 katmanlı LSTM sonuçları 1 katmanlı LSTM 

sonuçlarından iyi gelmemiştir. Bu veri kümesi için LSTM katman sayısını artırmak 

sonuçlarda iyileştirme yapmamaktadır.  

Son satırda İkiz-LSTM DML ağının hareket tanıma başarım değeri verilmiştir. 

Sonuç Denediğimiz diğer yöntemlerden daha iyidir. Literatürde elde edilmiş en 

yüksek başarımı geçememiş olsa da sonuçlar umut vaat edicidir. Bu veri kümesi 

küçük boyutta olduğu için üzerinde derin öğrenme tabanlı bir çalışma 
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gerçekleştirilmemiştir. Bu açıdan çalışma, küçük veriler içinde çalışabilen derin ağ 

tabanlı bir yöntem sunmaktadır. 

 

Tablo 7.2. Florence Action 3D veri kümesi üzerinde elde edilen başarımlar ve 
literatür çalışmalarının başarımları 

 

Yöntem Başarım 

Multi-part Bag-of-Poses [15] 0,82 

Riemannian Manifold  [85] 0,8704 

Latent Variables  [86] 0,8967 

Lie Group [60] 0,9088 

Feature Combinations [77] 0,9439 

Geometrik Eklem Çantası Yöntemi 0,88 

DVM 0,233 

Doğrusal DVM 0,731 

ELM 0,655 

MLP 0,54 

Softmax 0,616 

1-Layer LSTM 0,77 

2-Layer LSTM 0,723 

İkiz-LSTM DML 0,8951 

 

Florence Action 3D veri kümesi için İkiz-LSTM DML ağının yapısı: {LSTM 

(45,128,2) - CONCAT (256,1) - FC (256,128)- ReLU- FC (128, 64)- ReLU-FC 

(64,2)} şeklindedir. 

Tek katmanlı LSTM ağlarına 15 adet 3B ekleme sahip iskelet verileri anlık 

olarak sırayla verilmiştir. İkiz LSTM’lerin çıktıları CONCAT fonksiyonuyla 

bitiştirilerek elde edilen vektörler 2 katmanlı sinir ağı beslenmiştir. YSA’dan çıkan 

benzerlik vektörleri KNN sınıflandırıcına verilip hareket sınıfları bulunmuştur. Test 

anında bir test hareketi ile  eğitim hareketleri eşleşmiş ve sonuçları üzerinden 

sınıflandırma yapılmıştır. Tablo 7.2’de Veri kümesinin çapraz denek testi sonuçları 

için ikiz LSTM ağı 200 ve 400 epokta eğitilmiştir. Eğitim hata değerine göre bazı 

denekler için model 200 epok eğitilmiş, bazıları için model 400 epok eğitilmiştir.  
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Şekil 7.6’da İkiz LSTM ağı ile İkiz LSTM DML Sınıflandırıcı ağının 

başarımları belirlenen epoklarda kıyaslanmıştır. Daha öncede belirtildiği gibi metrik 

öğrenme başarımı sınıflandırma başarısını büyük oranda etkilemektedir.  

 

 
 

Şekil 7.6. Florence Action 3D veri kümesi üzerinde İkiz LSTM Ağı ile İkiz 
LSTM DML sınıflandırıcı ağının başarımlarının karşılaştırılması 

 

Tezin son çalışması olan İKİZ LSTM DML ağlarından bu bölümde bahsedilmiş, 

sonuçlar paylaşılmıştır. Bu yöntemin, literatürde var olan çalışmalardan daha 

avantajlı yanları, metrik öğrenme tabanlı bir hareket tanıma çözümü sunması 

nedeniyle vardır. Bunlar, az boyutta veri üzerinde çalışılabilme esnekliği, birden 

fazla veri kümesinin bir arada kullanılabilmesi ve bilinmeyen hareketlerin de 

tanınabilmesi olarak sıralanabilir. Florence Action 3D veri kümesinde az sayıda veri 

olmasına rağmen önemli bir başarı bu veri kümesi ile elde edilebilmiştir. Bunun 

sebebi hareketleri ağa ikililer halinde verebilmemizdir. İkiz LSTM ağının yapısı 

gereği hareket veri kümelerinde aynı veya farklı hareketler olmalarına rağmen  bu 

veri kümeleri beraber kullanılabilmektedir. Ve son olarak metrik öğrenme sayesinde 

eğitim anında öğrenilmemiş hareketler test anında diğer hareketlerle olan ilişkisine 

göre bu ağlar sayesinde tanınabilirdir. 
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8. SONUÇLAR 
 

İnsan hareketlerinin bilgisayarlar tarafından tanınması bilgisayarla görme 

alanının önemli konularından biridir. 2B ve 3B sensörler aracılığıyla toplanan 

hareket verilerinin miktarı gün geçtikçe artmaktadır. Bu verileri otomatik 

anlamlandırma ihtiyacı da bu artışa paralel olarak ilerlemektedir. Hareketlerin 

bilgisayarlar tarafından tanımlanabilmesi bir çok alanda hayatımızı 

kolaylaştıracaktır. 

Literatürde bu amaçlar doğrultusunda yapılmış çok sayıda hareket tanıma 

çalışması mevcuttur [1]. Film kayıtlarını kullanarak, filmler üzerinde otomatik özet 

çıkarmadan [87], fizik tedavi hasta hareket verilerinden duruş bozukluğu tespitine [3] 

kadar bir çok başarılı yöntem sunulmuştur.  

3B sensörlerin yaygınlaşmasıyla beraber hareketleri daha iyi tanımlayan veriler 

üretilmeye başlanmıştır. Son beş yılda 3B sensörlerle çok sayıda veri kümesi [15], 

[44], [45], [47], [62], [68]–[72], [88] toplanmıştır. Bu veri kümelerinin içerisinde 

bulunan hareketler genellikle yeme içme gibi gündelik ve koşma, zıplama gibi spor 

hareketlerinden oluşmaktadır. Ayrıca veri kümelerinin içinde, cep karıştırma, birine 

vurma, tekme atma gibi toplum güvenliği için tespiti önemli hareket tipleri de 

bulunmaktadır.  

Bu tez kapsamında 3B veri kümeleri kullanılarak hareket tanıma problemi için 

yeni çözümler sunulmuştur. Bunlardan ilki hareket verilerinin başarılı gösterimlerini 

oluşturmak amacıyla gerçekleştirilen, geometrik eklem çantası yöntemidir. 3B eklem 

koordinatlarının geometrisinden çıkartılan öznitelikler, kelime çantası yöntemindeki 

kelimeler olarak kullanılmıştır. Hareketler birer cümle haline getirilmiş, var olan tüm 

hareketlerdeki kelimeler denetimsiz olarak gruplanmıştır. Sonrasında hareketlerin 

sahip oldukları kelimelerin grup bilgileri ile hareketler sınıflandırılmıştır. Kelime 

çantası yöntemi literatürde hareket tanıma problemi için sık kullanılan [15], [44] bir 

tekniktir. Yöntemin özgün tarafı kelimelerin oluşturulma şeklidir. Kelimeler, 

eklemlerin geometrik uzamsal özniteliklerinin bir an içinde değil belirli zaman 

aralıklarında alınmasıyla oluşturulmuştur. Böylece oluşan kelimeler hem uzamsal 

hem zamansal bilgileri içeren özniteliklerdir. Bölüm 4’te yer alan gösterim tabanlı 

geometrik eklem çantası yönteminin başarım sonuçları literatürdeki benzer gösterim 

tabanlı çalışmalara yetişmiştir. 
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Geometrik kelime çantası yönteminin devamında gerçekleştirilen çalışmalar 

derin ağ tabanlıdır. Bilgisayarlardaki artan hesaplama kapasitesi ve yüksek işlem 

hacmi ile derin ağların kullanımı yaygınlaşmıştır. Özellikle bilgisayarla görme 

konularının başında gelen obje tanıma [89], el yazısından sayı sınıflandırma [90], 

gerçek zamanlı poz hesaplama [91]  ve görüntü etiketleme [92] problemlerinde 

büyük gelişmeler derin ağlar sayesinde meydana gelmiştir. Görüntülerde, yazılarda 

ve zamana bağlı sıralı dizilerin analizinde elde edilen yüksek başarımlar, hareket 

tanıma problemi için tez kapsamında sunulan yöntemlerin tekniklerini geleneksel 

makine öğrenmesi tekniklerinden derin öğrenme tekniklerine sürüklemiştir. Bu 

ağların, kendi yapılarına ve girdi verilerine göre özel öznitelikler [93] çıkarabildiği 

bilinmektedir. Bu doğrultuda hareket verilerinden öznitelik çıkarmak için ilk olarak 

bir oto kodlayıcı model geliştirilmiştir. Oto kodlayıcılar girdiye benzer veriyi 

üretmek için eğitilen, genellikle girdiden daha düşük boyutta öznitelik çıkarmak için 

kullanılan ağlardır. Bu çalışmada sıralı olarak belirli zaman aralıklarındaki iskelet 

eklemlerinden öznitelik çıkarması için kullanılmıştır. Yöntem, oto kodlayıcıların ara 

katmanındaki öznitelik vektörlerinin LSTM ağları ile sınıflandırması üzerine idi. 

Ancak oto kodlayıcılar ile iskelet eklem koordinatlarının öznitelikleri başarılı bir 

şekilde çıkarılamamıştır. Bu durumun en büyük sebebi zamana bağlı sıralı verilerin 

yapısını, oto kodlayıcıların öğrenememesidir. Yöntemin detayları ve sonuçları 

Bölüm 5’te sunulmuştur. 

Oto kodlayıcılarla elde edilen iskelet gösterimleri hareketleri yeterince iyi 

tanımlamamıştır. Bu nedenle, öncelikle derin ağ modellerinin yapısal özellikleri ve 

çıkartabildikleri özniteliklerin başarımları incelenmiştir. Bölüm 6’da derin ağ yapıları 

hareket verileri üzerinde denenmiştir. Denenen ağlar sırasıyla DVM, SoftMax, Aşırı 

Öğrenme Makinası, Çok Katmanlı Yapay Sinir Ağı ve LSTM’dir Sınıflandırma 

başarımlarına göre ağları kıyaslanarak hareket verilerine en uygun ağın LSTM ağları 

olduğu gösterilmiştir. Denenen ağların hareket girdi verileri tüm ağlar için aynıdır. 

Yalnızca LSTM ağlarında hareketler arasındaki süre farkı için ekstra bir işlem 

gerekmemiştir. Diğer ağlarda kısa süren harekeler için sıfırla doldurma yapılmıştır. 

Bölüm 6’da detaylarıyla yer alan çalışma ile LSTM ağlarının zamana bağlı sıralı 

hareket verileri üzerinde başarılı bir şekilde çalıştığı ortaya çıkmıştır. Böylece 

bundan sonraki çalışmalar LSTM’lerin kullanılmasına karar verilmiştir.  

Tezin ana derin metrik öğrenme tabanlı çalışması, Bölüm 7’de anlatılmıştır. 

Metrik öğrenme, ikili girdiler arasında uygun benzerlik metriklerini bulmadır [94]. 
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Metrikler bulunurken benzer olmayan girdi ikililerinde istenen uzaklık da korunmaya 

çalışılır. Derin metrik öğrenme ise iki alt ağdan oluşan bir derin ağın hata 

fonksiyonunun girdiler arasındaki metriğe göre optimize edilerek eğitilmesidir. İki 

girdi paralel olarak iki ayrı ağa verilir. Ağlar ileri besleme sırasında birbirleriyle 

parametrelerini paylaşır. Ağlardan elde edilen metrikler benzerliklerine göre 

karşılaştırılarak hata hesaplanır ve hatayı minimize etmek için geri yayma yapılır. 

Böylelikle ikili ağın öğrenmeye çalıştığı şey girdiler arasındaki benzerlik 

metrikleridir. Öğrenilen metriklerle kişi yeniden kimlik tespiti [95], yüz doğrulama 

[96] ve görüntü sınıflandırma [97] konularında çalışmalar yapılmıştır. Metrikleri iyi 

öğrenilen veriler üzerinde sınıflandırma, doğrulama veya gruplama gibi pek çok 

işlem gerçekleştirilebilir.  

Tezin bu kısmında metrik öğrenme ile hareketler arasındaki derin benzerlik 

metriklerini öğrenen bir yapı tasarlanmıştır. 3B iskelet eklem verileriyle bu ağlar 

literatürde ilk defa kullanılmaktadır. Çoğunlukla tekil görüntüler üzerinde yapılan 

çalışmalarda, ağ olarak uzamsal öznitelikleri başarılı bir şekilde çıkaran CNN’ler 

tercih edilmiştir. Ancak hareket verileri tekil görüntü değil, sıralı 3B iskelet eklem 

dizileridir. Bu nedenle oluşacak derin metrik ağın içerisinde hareket verilerine uygun 

olan LSTM’ler kullanılmıştır. LSTM’lerin yapısal özelliklerinin avantajları ve sıralı 

verilere uygunluğu Bölüm 6’da anlatılmıştır.  

Hareketler arasındaki benzerliği bulan bu ağa basitçe İkiz LSTM ağı ismi 

verilmiştir. İkiz LSTM ağının iki hareket girdisi aynı hareket sınıfına ait ise benzer 

etiketini, ayrı hareket sınıfına aitse farklı etiketini almaktadır. İkiz LSTM ağının 

benzerlik bulma test başarımları yüksektir. Bu ağ yapısı itibariyle hareket sınıflarına 

ihtiyaç duymamaktadır. Hareket girdilerinin sınıflarının aynı olup olmadığı bilgisiyle 

eğitilmektedir. Bu sayede veri kümelerinden bağımsız iki hareket 

değerlendirilebilmektedir. Farklı veri kümelerinde ki aynı hareketler kullanış 

amacına göre ayrılabilir veya birleşebilir.  Var olan veri kümeleri birleştirilerek 

büyük boyutlarda hareket verileri analiz edilebilir. Çift halinde girdi ihtiyacı 

nedeniyle küçük veri kümeleri de ikili kombinasyonlarda artırılıp derin ağ içinde 

kullanılabilecektir.  

Literatürde hareket tanıma, hareketlerin sınıflarını tahmin etmeye dayanan bir 

problemdir. Bu problemin çözümü için ikiz LSTM modülünün var olan avantajlarını 

kullanan ayrı bir sınıflandırıcı modül tasarlanmıştır. İkiz LSTM ağlarının benzerlik 

tespitine göre ağ, hareketlerin sınıflarını tespit etmektedir. Sınıflandırıcı modülünün 
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başarımı ikiz LSTM ağlarının benzerlik bulma başarımına fazlasıyla bağlıdır. Bu 

modülün hareket tanıma sonuçları Bölüm 7’de bulunmaktadır. 

Son olarak hareketleri tanımak için ayrı çalışan ikiz LSTM ve sınıflandırıcı 

modülü yerine ikiz LSTM’leri kullanarak uçtan uca eğitilen bir sınıflandırıcı ağı 

oluşturulmuştur. Uçtan Uca İkiz LSTM DML adındaki ağ hareket ikililerini liste 

olarak alıp, birden fazla ikili arasındaki benzerlik metriklerini kullanarak hareket 

sınıfı tahmini yapmaktadır. Ağın sınıflandırma başarımı iyileştirilmeye ihtiyaç 

duymaktadır. Ağ için gerekli olan ikili hareket listelerinin oluşturulma şekli ağın 

eğitimini fazlasıyla etkilemektedir.  

Bundan sonra yapılacak çalışmalar uçtan uca ikiz LSTM DML ağının 

iyileştirilmesi ve farklı veri kümelerinin birleştirilip denenmesi üzerine olacaktır. 

Ayrıca eğitim anında belirtilmeyen hareketlerin test anında kullanılması çalışmaya 

farklı bir bakış getirecektir.   
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